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Konusma Plani

* Derin 6grenme’ye bir bakis

e Ses ayirma problemleri tanimi
 Sinyal Gosterimi

 Klasik yontemler

* Tek kanalli sinyaller icin ayirma yontemleri
» Tek konusmaci ve arkaplan girualtisu
* Birden fazla konusmaciyi ayirma

* Cok kanalli sinyaller icin ayirma yontemleri
* Uzamsal bilgi kullanimi



Derin Ogrenme

* Yapay zekanin en dnemli amaclarindan: Dogru kestirim yapabilme
e Son zamanlarin en populer yapay zeka konusu: derin sinir aglari

* Bir hesaplama kutusu: y=f,,(x):
e x girdi verisi, y ¢cikti, w kutunun parametreleri (milyonlarca)
e kutu icinde cok katmanli hesaplamalar icerir

 Egitim sirasinda verilen her girdi x icin bir hedef/etiket deger t vardir.

* y=f,,(x) degerini hedef deger t'ye yakinlastirmak isteriz. Sinir aginin w
parametrelerini ayarlayarak bunu basarabiliriz.

* Gergek kullanimda hedef deger bilinmez ama kutuyu kullanarak y degerini hesaplar
ve hedefi kestirebiliriz

* Otomatik tirev alma ile w parametrelerini glincelleyen stokastik gradyan
algoritmasi ile egitim yapilir

* Neden son zamanlarda ilgi artti?
* Daha fazla veri, daha fazla hesaplama, daha fazla insan kaynagi



Derin 6grenme ile basari hikayeler:

* Konusma tanima

* Imgelerden nesne tanima

* Imge altina tanim yazisi yazma

* Otomatik dilden dile tercime

* Video’lardan nesne tanima, takip etme
* AlphaGo: Go oynayan yapay zeka

* Diger bircok alanda potansiyel: tip, tibbi gérintileme, is dinyasi icin
akilli cozimler, avukatlik, muhasebe isleri, otomatik soru cevaplama



Derin 6grenme calismak icin ne bilmeliyim?

Programlama
* Python (numpy ve scipy kutiiphaneleri, arastirma igin)
e Cve C++ (endustriyel son trin igin)
* Bir derin 6grenme kutliphanesi: 6rnegin pytorch, tensorflow, cntk, chainer, Knet, Dynet v.s.

Calculus (turey, integral)
* Ozellikle cok degiskenli calculus

Geometri ve dogrusal cebir
* Temel geometri, vektor, vektor uzaylari, matrisler, tensorler, SVD

Olasilik

* Temel olasilik teorisi, maksimum olabilirlik, cok degiskenli dagilimlari
Optimizasyon/eniyileme

* Temel optimizasyon bilgisi, gradyan inis, Newton yontemi
Ses isleme icin: Karmasik sayilar, sinyal isleme



Sinir agi — bir fonksiyon yakinsayici

y=f(X) Ag ciktisi

(x,t) ciftleri egitim icin T
kullanilir
W parametrelerine sahip ag
Ag ciktisi y’'nin t ‘ye ne T
kadar yakin oldugunu
6lcecek L(f,(x),t) kayip X Giris verisi

fonksiyonu tanimlanir

+ egitim icin bir suru (x,t) verisi gerekir



Girdi, ciktl ve hedefler

* Girdi verisi genelde bir vektor olarak ifade edilir

* imge’nin piksel degerleri

* Ses sinyalinden c¢ikarilmis Fourier donustimu tabanli 6znitelikler
 Hedef degerleri:

* Siniflandirma problemi icin sinif numarasi, bir tamsayi
* Cogu zaman 0/1 kodlanmis vektor halinde
» Kestirim (baglanim) problemleri icin bir vektor ya da tensor

 Bir vektor/tamsayi dizisi, bir vektor/tamsayi kiimesi gibi farkli hedefler de
tanimlanabilir

e Cikti verisi:

e Cikti verisi de cogunlukla bir vektordiir ve kayip fonksiyonu ile hedef degerine
yakinsanmaya calisilir



Kayip fonksiyonu

A

W = arg mmi/n Z L(fw(xs),t;)

Ornek kayip fonksiyonlari

* Siniflandirma icin capraz entropi ya da maksimum olabilirlik

 Siniflandirma/tanilama icin mentese kaybi

* Baglanim problemleriicin ortalama karesel hata

* Diger uygulamaya bagli kayip fonksiyonlari

* Onemli olan: kayip fonksiyonunun agin ciktisina gére tiirevinin
tanimli ve devamli olmasidir



Egitim - optimizasyon

* Sinir aglarini egitme problemini nasil ¢ozeriz?
» Kayip fonksiyonu stokastik gradyan inis yontemi ile endusuklenir
Bagil turevleri hesaplamak icin geri-yayilim algoritmasi kullantlir

Stokastik gradyan inis algoritmasi

* Bircok versiyonu bulunur

* Momentum, RMSPROP, RPROP, ADAM etc.
Stokastik gradyan iniste, ilk dnce bir mini-yigin veri secilir, bu veri Gzerinden
kayip fonskiyonunun parametrelere gore tirevleri G hesaplanir ve W:=W-mG
olarak parametreler giincellenir

m’ye 6grenme katsayisi denilir ve SGD icin dnemli bir parametredir



Gri'ye ovgl

e Sinir aglarinin bir 6zelligi:

* Hata yapmalari, ama hata yaptiklarinda dahi dogru karar verdikleri zaman
kadar emin olmalari

* Yani kendi ciktisina bakarak bir agin verdigi kararin dogru olup olmadigini
anlamak pek mimkin olmuyor

* Ayni insan beyni gibi:

Yanny mi Laurel mi? [ Elbise altin
| rengi mi
mavi mi?




Ne yapabiliriz?

* Egitirken yanlis payi birakmak

* Hedef etiket degerlerini 0-1 olarak kodlamak yerine diger alternatiflere de
disik de olsa olasilik atanir

* insana denk konusma tanima yapan sistemde kullanild

» Ogretmen-6grenci modelleri

» Etiket degerini 0-1 kesin hedef olarak kullanmak yerine iyi egitilmis baska bir
modelin ¢iktisini yumusak-hedef olarak kullanmak

* Konusma tanimada iyi egitilmis temiz ses modellerinin c¢iktilarini gurtltula ses
modeli egitmek icin yumusak hedef olarak kullanmak

* Daha dogru karar vermek icin
* Siyvah/beyaz degil gri!



Ogretmen-ogrenci modelinin konusma
tanimada bir uygulamasi

* Cok iyi egitilmis temiz konusma modelimiz var
* Temiz ve yakin mikrofonla konusmalari ¢ok iyi taniyor
* Bu modelleri ylzbinlerce saat veriden egitmek bazen aylar aliyor (Birden fazla GPU kullanarak)

e Guraltuld ve uzak mikrofon kullandigimizda da iyi calisan bir model (gtrbiiz model) elde
etmek istiyoruz

* Temiz ses modeli uzak mikrofonla kayit yapilmissa ve glirilti varken iyi calismiyor

* Temiz sesi aliyoruz ve temiz konugma modelinden gegiriyoruz, sonra temiz sesi uzak
mikrofon etkisi ile benzetim yapiyor ve gurultu ekliyoruz

e GuUrbuz modele girdi olarak benzetilmis uzak mikrofon ve glriltiu eklenmis sesi veriyoruz
ve temiz modelin ciktisi ile ayni ¢iktiyr vermesini istiyoruz

* Temiz model 6gretmen, glirbiz model 6grenci oluyor
* Bu durumda elimizdeki temiz sesin yazilandirmasi olmadan da egitim yapabiliyoruz

e Bu tarz egitim Microsoft sirketi icin oldukca basarili sonuclar verdi ve uzak mikrofon
modelinde kullanildi [Li et.al 2018]



Kokteyl partisi problemi
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e |ki kulagimiz olmasi nedeniyle mi?
e Sesin yon tayini ve sese odaklanma yetenegi




Ses ayirma problemleri

* Kokteyl parti problemini detaylandiralim
* Uygulama senaryosuna gore farkli amaclar olabilir

* Tek (dominant) konusmacinin sesini arka plan seslerinden ayirmak
* Konusma iyilestirme
e Konusmayi gurultiden arindirmak
* Konusma ya da sarki soyleme ile mizigi ayirmak

* Birden fazla konusmacinin konusmalarini birbirinden ayirmak
* Ayni anda konusanlar ya da konusmalarinin bir kismi Gstiste gelen konusmacilar
* Birden fazla konusmaci arasindan istenen tek bir konusmacinin sesini ¢cikarmak
* |s toplantilari gercekci bir senaryo olabilir
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Sensor tipine gore

e Tek kanalli:

e Kayit icin tek mikrofon kullanildiginda
» Sadece spektro-temporal bilgi (zaman-frekans bilgisi) kullanilabilir

e Cok kanall:

e Kayit icin bir mikrofon dizisi kullanildiginda (birden fazla mikrofon)

* Mikrofonlar tek bir cihaz Gizerinde olabilir (6rnegin Alexa, Google home,
invoke)

* Ya da farkl cihazlar Gzerinde olabilir — senkron problemi
* Hem spektro-temporal hem de uzamsal bilgi kullanilabilir

* Mikrofon dizileri ile alinan sinyallere bakarak sesin hangi yonden geldigi
kestirilebilir



Sinyal gosterimi

* Ses sinyalleri tek boyutlu sinyallerdir. Zamana bagli olarak degisen sinyalin seviyesi
havadaki ses dalgasinin basing degeri ile orantilidir. Mikrofon, mekanik titresimi
(basing) elektrik dalgasina cevirir ve sonrasinda zamanda 6rneklenerek kesik
zamanli sinyal elde edilir.

z[n]

* Spektro-temporal gosterim: kisa-zamanli Fourier dénistimu ve spektrogram

* Sinyalin belli bir pencere icerisinde Fourier donustimu alinir ve analiz
cercevesi kaydirilarak bu islem tekrar edilir:

N—1
X(t, )= a[n+ tLlwy[n]e 72 /N
n=0



Sinyal gdsterimi: spektrogram=STFT genligi
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Tek kanalli konusmayi arka plandan ayirma

ylnl = sn] 4 vin]

* vy, s, n=karismis sinyal, konusma sinyali, glirtltu sinyali
* Kisa zamanli Fourier dontsimu (STFT) uzayinda

Y(t,f) =5 f)+V(t f)

e Cogu zaman yapilan varsayim:
Y (@&, ) = [SE O+ IV F)

* Problem: Karismis sinyalin STFT’si Y verilmisken, konusma sinyali $’nin
kestirimi

* Elimizde egitim verisi olarak temiz konusma ve gurulti sinyallerinden
elde edilmis karisimlar var



GUrultalt ve temiz konusma ornegi

Frequency (kHz)
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Genlik ve faz
s = |s| exp{jls}

* Genlik |s| ve fazin 65 ikisini de mi kestirelim?

e Bazi varsayimlar altinda 7s fazinin en iyi kestirimi
karisik sinyalin fazidir €y (ephraimamalan 1984, conenaerdugo 2001]

e Sadece genligin kestirimi yeterli performans saglar
* Faz kestirimi sonraki calismalara birakilmistir



Klasik yontemler

W Gurdltd varyansi
kestirimi

A, f

s e, -

e Gurultinun duragan oldugu varsayilir ve gurilti varyans
parametresi konusma olmayan bolimlerden tahmin edilir
* Maske parametresi 0 ve 1 arasindadir.

yln} -BEL Y )




Klasik yontemlerden OMLSA algoritmasinin
performansi

0 1.2 | 2.4 3.6 4.8 6 7.2 8.4
Time (s)

 OMLSA algoritmasi ciktisi
* Klasik yontemler iyi calismiyor cunku giriltd duragan degil



Otomatik 6grenme yontemleri

 Ses iyilestirme yerine genelde kaynak ayristirma terimi kullanilir

* Buyuk veri bircok zaman elimizde var. Eldeki farkli ses kaynaklarini
karistirabiliriz. Otomatik 6grenme kullanabiliriz.

* Otomatik 6grenme yontemleri

* Model tabanli
* Negatif olmayan matris ayristirma (NMF) ve benzer teknikler
* Diger olasiliksal teknikler

* Sinir aglar
e Cok katmanli perseptron (MLP) ya da diger ismi ile (ileri beslemeli) derin sinir agi
* Yinelgen sinir aglari (RNN)
e Uzun kisa-zamanli-bellek yinelgen aglar (LSTM-RNN)



Negatif olmayan matris ayristirma (NMF)
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NMF ile kaynak modelleme
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» Egitilen sozliikk matrisi (dictionary) kaynak sinyalinin 6zeti olarak kullanilir
[Schmidt&Olsson 2006, Virtanen&Cemgil&Godsill 2008, Grais&Erdogan 2011
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NMF ile kaynak ayirma

Mixed signal
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NMF Maske kestirimi

* Her kaynak icin kestirilen spektra kullanilarak bir maske
kestirilebilir [Grais&Erdogan 2011].

o (8P
(81)P + (82)P

e Farkh p degerleri maskenin keskinligini etkiler
* p>1 ise dominant kaynak daha da etkinlesir.

* p sonsuza gittiginde 0-1 maskesi elde edilir



NMF basarimi

8

Frequency (kHz)
N N

[\

NMF yontemi sonucu



Derin sinir aglari ile ses temizleme ve kaynak
ayirma

* Sinir aglari ile maske kestirimi yapilabilir ya da spektral sinyal kestirilebilir

« ikili maske (0 ya da 1) kestirimi yapilirsa problem her spektro-temporal
katsayi icin ikili bir siniflandirma problemine déner [wang&wang 2013]

* Yumusak maske kestirimi ya da direkt kaynak sinyalin spektral gosteriminin

kestirimi ise bir baglanim problemidir [xu&Du&Dai&Lee 2014,
Huang&Kim&Johnson&Smaragdis 2014, Weninger&Hershey&LeRoux&Schuller 2014,
Wang&Narayanan&Wang 2014]



Konusma iyilestirme ve kaynak ayirma icin
derin 6grenme kullanimi

§w(y) ya da mw(y) S
T Kestirilmis sinyal ya da maske

wW ag
Y Gurdltili veri

+ bircok veri ile egitim



Sinir aglarinin icine hizlica bakalim
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leri beslemeli sinir agl, tek katman

h=c(Wx+b)

* Afin bir donlistm: Dogrusal dontsim arti kaydirma
* Sonrasinda dogrusal olmayan bir koordinatsal donusim
* Sigmoid fonksiyonu
* Tanh
* Rektifiye dogrusal (RELU)
* Digerleri

Derin 6grenme icin daha fazla katman gerekir ve h vektorel degeri
benzeri katmanlardan gecirilir (MLP)



Dizisel veri icin yinelgen sinir aglari (RNN)
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ki yonli RNN




RNN’ler neden/nasil calisir

* Tarihsel (ve gelecekteki) verileri hatirlayabilirler ve t aninda gecmise
ve gelecege bakarak karar verebilirler

* Bunu teorik olarak yapmalari beklenirken, RNN’leri egitmek pratikte
zordur

* Pratikte egitim icin kullanilan geri-yayilim algoritmasi ile elde edilen
gradyanlar zaman ilerledikce hizla yukselir ya da hizla azalir

* Bu da RNN’lerin egitilmesini zorlastirir

e Bu sorunlardan etkilenmeyen uzun kisa-stireli bellek (LSTM)
vinelemeli yapisi gelistirilmistir [Hochreiter&Schmidhuber 1997]



Uzun kisa-sureli-bellek (LSTM) hafiza hicresi




LSTM Hesaplamalari
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Agin girdisi ne olmali?

* Literatlrde karismis sinyalin spektrogramindan tliremis 6znitelikler
girdi olarak denenmistir

* Log-mel-filtre-bankasi 6znitelikleri iyi sonuclar vermistir

* Konusma tanima icin 40 mel-filtre katsayisi kullanilirken, ayirma
problemi icin 100 katsay! daha iyi sonug vermistir
[Weninger&Hershey&LeRoux&Schuller 2014]

 MLP/DNN icin her cercevenin komsu cercevelerinden gelen
Oznitelikler ardarda eklenerek baglam bilgisi eklenmis olur.

* RNN/LSTM icin ise her cercevenin kendisi yeterlidir ctinkli yinelgen
aglar dizayn itibariyla baglami dikkate alir



Kayip fonksiyonu ne olabilir?

* Literatirde denenen kayip fonksiyonlarinin hemen hepsini su sekilde yazabiliriz

min Y D (3w (y). |s])
t,f

» Karesel hata (cikti sinyalin SNR’1 ile ilgili) [Huang&Kim&Johnson&Smaragdis
2014, Weninger&Hershey&LeRoux&Schuller 2014]

D(5u(y), Is]) = (5w (y) —Is])

* Log-spektral mesafe (LSD): log-spektra kestirilir ve gercek log-spektra ile farki
alinir [Xu&Du&Dai&Lee 2014]

D(lw(y), |s]) = (lw(y) — log|s|)?



Maske mi yoksa spektrum mu?

* Ag neyi kestirmeli?

e Spektrumu mm S —
kestirirse: (SP) Z wl s ’

* Maskeyi kesti ' A

(I\/?i)eyl estirirse mJHZ(a

* Maskeyi kestirip

hatayi spektrum’da mlﬂz G (y) [yl — 15])?

tanimlarsak (MSA)

[Weninger&Hershey&LeRoux&Schuller 2014] found MSA is better than MA,
[Wang&Narayanan&Wang 2014] found MSA is better than SP



Neden maskeyi kestirmeli?

* Maske degeri [0,1] arasindadir ve c¢ikti
katmaninda sigmoid fonksiyonu kullanilabilir

 Ote yandan direkt spektra kestirimi icin sigmoid
kullanamayiz, dogrusal ya da rektifiye dogrusal
cikti fonksiyonu gerekir

* Sinyale gurultt eklenmemisse, maskenin degeri 1
olacaktir, ve girdi sinyalini ciktida tekrarlamaya
gerek kalmayacak ve daha kolayca 1 degeri
kestirilebilecektir



Frequency (kHz)

clean signal spectrogram

noisy signal spectrogram

Frequency (kHz)

Time (s)

Time (s)

ideal amplitude filter/mask

gurultula

Frequency (kHz)

Ideal maske [0,1] arasi

Time (s)

temiz
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Hangi ideal maske?

y
y=s+n |y =|s|+[n
S
IDEAL MASKS
target mask/filter formula optimality principle

IBM:

" = 5(s] > [n]),

max SNR given a € {0, 1}

S

irm

IRM: a™ = ST+ [l max SNR given 05 = 6,

S Tl
: : £ 5

“Wiener like”: a" = P+ [ max SNR, expected power
S T

ideal amplitude: @™ = [s|/|y], exact |5|, max SNR #s = 6y

phase-sensitive: aPst = H cos(f), max SNR given a € R
Y

ideal complex:

a_ict _ q/y!

max SNR givena € C
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IDEAL MASKS IN COMPLEX DOMAIN

psf
irm =
iaf
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|deal maske basarimlari

IDEAL MASKS CHIME-2 DEV SET SDR (IN DB)

dt | -6dB 9dB | Avg

IBM | 14.56 20.89 | 17.59

IRM | 14.13 20.69 | 17.29

“Wiener-like” | 15.20 21.49 | 18.21

ideal amplitude | 13.97 21.35|17.52
phase sensitive filter | 17.74 24.09 | 20.76
truncated PSF | 16.13 22.49 | 19.17

Faza duyarli maske (Phase-sensitive filter (PSF)) [0,1]
arasinda sinirlandirilsa bile daha iyi sonuc veriyor



Spectrograms obtained using oracle masks

noisy clean
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PHASE-SENSITIVE APPROXIMATION LOSS

Loss function for training the network:
L(W) = Dl(ar)
t,f

Distortion measures:

e Mask approximation (MA): Dy,.(a) = |a — a*|?

e Magnitude spectrum approximation (MSA): Dy, (a) = (aly|—|s|)?
e Phase-sensitive spectrum approximation (PSA): D s, (a) = |ay — s/?

e PSA isequivalent to: Dysa(a) = (aly| — |s| cos(#))?

PSA kayip fonksiyonu ile egitildiginde, ag, eger girdi verisi
guraltalu ise kendi ¢cikti maskesini dogru miktarda ktcultmeyi
ogreniyor ve bu daha iyi sonuc veriyor
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Spektrogramlar ve islenmis sesler

LSTM-MSA [SDR=8.26]

8
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Frequency (kHz)
) N =

-
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DNN-HMM konusma tanima iki kanalli CHIME-2 verisi
kullanildiginda

IR WER Dev | WEREval

25.64 21.12
2ch-NMF 25.13 19.46
BF-LSTM-MSA 19.03 14.82
BF-LSTM-PSA 19.20 14.63
BF-BLSTM-MSA 18.35 14.47
BF+SSA-BLSTM-MSA 18.41 14.25
BF+SSA-BLSTM-PSA 18.19 14.24
BF+ENH+SSA-BLSTM-MSA 18.16 13.95
BF+ENH+SSA-BLSTM-PSA 18.28 13.95

DNN tanima modeli hedefleri temiz konusma ile hizalayarak elde edilmistir

Dizisel egitim ile egitilmis modeller kullaniimistir



Birden fazla konusmacinin seslerini ayirma

* |ki konusmaci icin egitilecek sinir aginin iki ciktisi olmalidir

* Fakat hangi konusmacinin hangi ciktida yer alacagini belirlemek mimkin
gorunmemektedir, 6zellikle konusmacilar ile ilgili 6n bilgi yoksa ve herhangi bir
sekilde kategorize edilemiyorlarsa (kor ayirma problemig)

* Ornegin A ve B konusmacisi konusurken A konusmacisinin sesi birinci ¢iktida yer
alirken, B ikincide yer alsin diyelim. Simdi A ve C konusmacisinin karisiminda ve B
ve C konusmacisinin karisiminda hangi konusmacinin hangi ciktida yer alacagi
tutarh olarak belirlenemez.

* Orjinal fikir: Egitirken ciktilara hangi kaynagin yerlestirilecegine birakalim sinir agi
kendisi karar versin!

* Yani modeli egitirken her A ve B karisiminda c¢ikti siralamalarinin hepsi géz dntine
alinir ve en dusuk kaybi veren siralama secilir

* Siralamadan bagimsiz egitim (permutation invariant training) bu sekilde kor
aylrma sorununu gézerﬁYu, Kolbaek, Tan and Jensen, 2017]g



Siralamadan bagimsiz egitim ve digerleri

 Birden fazla konusmacinin kér ayrimi icin ayrica asagidaki yontemler
de vardir
e Derin kimeleme (deep clustering)
* Derin cekici agl (deep attractor net)

* PIT teknigi daha basit ve anlasilir bir tekniktir ve basarimi digerlerine
yakindir.

* u-PIT maske uzayi kayip fonksiyonu soyle yazilabilir:

mez D (Mog) o —mi4y)’

1 tfeu



Cok kanalli sinyallerden kaynak ayirma

T~ D <

=
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harman/kardon

Simdilik tek konusmaci varsayalim



Tek ve Cok Kanal Farki

e Tek kanal

e Karisim sinyalinde kaynaklarin kendi 6zellikleri disinda bilgi yok

« Kaynaklarin zaman-frekans (spektro-temporal) bilgilerine
dayanarak ayirma yapilabilir

e Uzamsal bilgi bulunmaz

e Cok kanall

* Yon ve derinlik anlasilabilir (insan kulagi iki tane)
 Sinyallerin gelis yonu kestirilebilir

* Hizme olusturma teknikleri ile belli yonlere bakilabilir
* Uzamsal 6znitelikler kullanilabilir

* Ek olarak birden fazla kanaldan gelen zaman-frekans bilgileri de
kullanilabilir



Cok mikrofonlu yansimasiz ortam
b55(7' — T5

s(7)

Varsayimlar: nokta kaynak, nokta alicilar, yansima yok,
sabit kaynak ve alicilar, dogrusallik
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Yansimali
ortam

Varsayimlar: sabit kaynak ve alicilar, dogrusallik
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Alinan sinyal modeli

* Yansimasiz (anechoic)

Yi(T) = bis(t — 7)) +vi(7), 1=1,...

* Yansimali (reverberated)

Zb k) + v;(7)
yi(T) = ,,;(T) + v;(7)

S(t)'nin mikrofon i Gzerinde uzamsal imgesi



Clasik yontem: Agirlikli geciktir-ve-topla
nuzme yaplicisl

* Agirlikh geciktir ve topla hlizme yapicisi- diger adi beamformit
[Anguera&Wooters&Hernando 2007]
* Bir referans mikrofon secer
* Referans mikrofona gore her bir mikrofonun gorece gecikme farklarini hesaplar

* Gecikme farklari (TDOA) GCC-PHAT algoritmasi ile bulunabilir (capraz-korelasyondaki
tepeler kullanilarak)

* Yansimasiz modelle ilgilidir

* Her zaman blogu icin birden fazla aday gecikme bulunur sonra bloklar
arasinda tutarli gecikme secmek icin Viterbi algoritmasi kullanihir

M
iref(T) — Z Ww;Y; (T — 7-75)
1=1



Cok kanalli STFT ve uzamsal filtreleme

* Cok kanalli veri 3 boyutlu tensor olarak gorulGr

e Uzamsal filtreleme ya da htizme yapma:
* Filtrele-ve-topla htizme yapicisi
e STFT uzayinda, carp-ve-topla (mikrofon boyutu boyunca)
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MVDR hlzme yapicisi denklemi

e Denklem [Souden&Benesty&Affes 2010, Benesty&Chen&Huang 2008]
e Cok kanalli karmasik STFT’yi disunelim — bir dnceki yansi
* Her f degeri icin, carp ve topla islemi ile sonuc elde edilir

M
Bep =Y hi(f)yics-
1=1

Amacimiz uzamsal filtreler olan h,(f) degerlerini bularak kaynak
yonunde huzme olusturma yani kaynaga dogru bakarak diger
kaynaklari baskilamadir



MVDR denklemi icin tanimlar

B Note y; + r is the STFT at the time-frequency bin (¢, ) of microphone

B Define M x 1 spatial variability vectors for each time frequency bin

» Noisy signal: Y, ; = [y1,0.5,- - Ynse.r]"
» Speech signal X, ; = [z1,,7,.- -, Tare,p]"
> NOise \—/t,f — [/U]_,t,f7 c 7UM>taf]T

B Define M x M spatial covariance matrices of each type of signal as
Poisy(f) = Bt [Yt,fof} and similarly we can define ®ise (f) and ®gpecch(f)

B Forward model channel filters vector
by = [b1(f),...,bn(f)]
B Filter-and-sum reconstruction filters vector

hy=[hi(f), - har(f)]



MVDR kriteri

B MVDR criterion tries to minimize noise variance while keeping recon-
structed speech “distortionless”

B First, we choose one of the microphones as a reference microphone and
refer to its index as ref

B Distortionless constraint specifies that after filtering the source images,
we should get the source image at the reference microphone:

hi®, p = Trets s

B Since x; s = s;,;by, the above constraint is equivalent to h' by = bres(f)

B Under this constraint, we seek to minimize the noise variance after re-
construction

f



MVDR ¢cozum

B The solution to the constraint optimization can be given as:

. ® - _(f)b
by =t el

noise

B which can be rewritten as

. — (I)nollse(f)bfb?eref
f = bH(I) 1 (f)bf

noise

where e IS an indicator vector with a 1 in position ref.

B Simplifying further since @speech(f) = 050e0n ()bb', multiplying and di-

viding with o2 and using a matrix identity for the denominator, we
get

speech’

B oo (/) Pspeech (f)eret
tr { @/ ise () Pspeecn (1) }

hy =



Genellesmis 6zvektor hizme yapicist

B Generalized eigenvector beamformer aims to maximize SNR at each fre-
quency separately after beamforming

_ hH(f)(I)speech(f)h(f)
SR = R () ®naee 1)L

B The solution is given by the primary eigenvector of generalized eigen-
value problem

(I)speech(f)h — )\(I)noise(f)h

B GEV beamformer does not have the property of being distortionless like
MVDR, however it works well in practice for ASR

B We did not consider GEV in this study

B We used GEV beamformer for our CHIME-4 ASR system - Tuesday’s
MERL talk at CHIME-4 workshop



Maske kullanarak uzamsal kovaryans bulma

This MVDR solution does not need to find direction of arrivals

It does not require finding steering vectors (b;’s)

It only requires spatial covariance estimates

However, these estimates need to be obtained from the utterance at hand

To estimate the spatial covariances, we need to know which time-frequency
bin belongs to speech and noise

We propose to use single-channel masks obtained using deep recurrent
networks for this purpose

This exact same idea was also proposed by [Heynmann&Drude&Haeb-
Umbach 2016] as well for obtaining a generalized eigenvalue (GEV) beam-
former



Spektro-temporal maske kullanimi aslinda
veni degil

* Daha onceki calismalarda da
e Konusma olma ihtimali = maske = spektral filtre

* Bircok calisma, maskeleri spektral-uzamsal dbekleme ile bulur

* Mikrofonlar arasi seviye ve faz farklari kullanan (MESSL
[Mandel&Weiss&Ellis 2010])

e Karmasik Gauss modeli ile zaman-frekans kutucuklarinin
obeklenmesi [Higuchi&Ito&Yoshioka&Nakatani 2016]

* Direkt olarak zaman-frekans kutucuklarinin 6beklenmesi
[Sawada&Araki&Makino 2011] [Ito&Araki&Nakatani 2013]

* Watson karisim modeli [Tran-Vu&Haeb-Umbach 2010]

* Derin 6grenme ile maske cikarma yukaridaki diger
yontemlerin alternatifidir ve uzamsal bilgi kullanan digerleri

ile karsilastirilmahidir



Tek kanalli maske kestirim aglarini egitmek

 Onceki kisimlarda bu tir aglari egitmenin yollarina bakmistik
 ideal maske (IRM ya da IBM) hedef yapilarak egitilebilir
* Sinyal uzayinda kayip fonksiyonu kullanilabilir
* Biz de MSA kayip fonksiyonu ile egittik [Weninger et.al. 2014, Erdogan et.al.

2015]

* Girdi 6znitelikler 100 log-Mel-filtre-bankasi 6znitelikleri
e 25 ms pencere uzunlugu
* 10 ms ¢erceve kaydirma

e 2 katmanli LSTM modeli her biri 256 sakli bogum icerir
* CHIME-3 benzetim verisinin 5. kanali kullanilarak egitildi



MVDR icin uzamsal kovaryans elde etme

e GUrultula karisim sinyalinin kovaryan5| direkt olarak veriden
elde edilir

n01sy Z Yi f)/t f

e Sadece gurultu sinyalinin kovaryansi ise maskelenmis veriden su

sekilde elde edilir: X
Vit = (1= it £ )Yist,f

‘7tf=[’51tf @Mtf]T

n01se Z ‘/t f‘/t f



Ses sinyalinin uzamsal kovaryansi

* Ses sinyalinin uzamsal kovaryansi da asagidaki basit islem ile elde

edilebilir

A A

A

(I)speech(f) — (I)noisy(f) — (I)noise(f)

* Ya da hem ses hem de gurultu icin iki fark
glrultt kovaryanslari elde edilebilir, mese
[Heynmann&Drude&Haeb-Umbach 2016]

| maske bulunarak ses ve
a



Maskeleme stratejileri

* Edge mask: cimlenin ilk ve son 0.5 saniyelik kismini glirtltu kabul
etmek

* Single mask: her kanaldan elde edilen maskeyi maksimumlarini alarak
birlestirmek (ortalama almak da yakin sonuc verdi)

* Multiple masks: her kanal kendi maskesini kullanir

* (tercihen) post-masking: (sonradan maskeleme)
* Direct: referans kanalin maskesini uygulama

* Minfloor: maske ile 0.3 degerinin maksimumunu alarak sert sifirlayici
maskelemeye engel olacak sekilde maskelemek



Yontemin genel semasi
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Deneyler

* Deneyleri CHIME-3 gelistirme ve degerlendirme verilerinde yaptik
* Maske kestirimi agl tek kanaldan egitildi

* CHiME-3 verisi bir tablet Gzerinde 6 mikrofon ile kaydedilmistir. 5
mikrofon On tarafta, 1 tanesi arka taraftadir.

* Bir okuyucu cumleleri guaralttlia ortamlarda okur. Kafe, cadde, otobus
ve yaya bolgesi gibi dort farkl gtralttlt ortam.

 Ses sinyallerini maske-tabanli MVDR algoritmasi ile iyilestirdik ve
sonra SDR ve PESQ o6lcimleri ile basarimi olctuk.



Sonuclar —SDR dB, CHIME-3 gelistirme ve
degerlendirme kimeleri

mask post-mask sim-dev real-dev sim-test real-test
Edge-mask none 11.78 3.70 12.02 4.20
Single-mask none 15.04 5.87 14.36 5.02
Single-mask minfloor 15.79 6.72 15.12 5.52
Single-mask direct 15.80 6.72 15.10 5.36
Multi-mask none 13.42 3.94 13.00 3.75
Multi-mask minfloor 14.82 5.57 14.22 4.71
CH5 LSTM-enh n/a 10.44 4.41 10.41 3.11

CHS noisy n/a 5.79 1.09 6.50 1.69




Sonuclar— PESQ, CHIME-3 gelistirme ve
degerlendirme verileri

mask post-mask sim-dev real-dev sim-test real-test
Edge-mask none 1.58 1.42 1.67 1.72
Single-mask none 1.83 1.65 1.91 1.85
Single-mask minfloor 2.19 1.68 2.29 1.79
Single-mask direct 2.15 1.58 2.27 1.54
Multi-mask none 1.73 1.50 1.77 1.70
Multi-mask minfloor 2.13 1.57 2.22 1.70
CHS5 LSTM-enh n/a 1.62 1.35 1.67 1.33

CHS noisy n/a 1.27 1.28 1.27 1.45




Cok kanalli PIT ile konusma ayirma

* Birden fazla konusmaci varsa

* Ayni tek kanalli PIT’de oldugu gibi konusmaci sayisi kadar maske
kestirilir ve siralamadan bagimsiz bir kayip fonksiyonu kullanilir

* Sonra maskeler kullanilarak maske-tabanli MVDR hizme vyapici ile her
konusucu icin hizme yapilir

* Cok kanalh PIT icin spektral 6znitelik yaninda cok kanalli sinyalden
elde edilen mikrofonlar arasi faz farklari (inter-channel phase - IPD) da

Oznitelik olarak kullanilir. Bu 6znitelik uzamsal bilgi icerir.
[Yoshioka&Erdogan 2018]



Cok kanalli PIT ses ayirma gercek veri drnegi
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Sonuclar

* Ses kaynagl ayrimi konusunda son senelerde cok gelismeler oldu
* Son ICASSP konferansinda yaklasik 6 oturum bu konuda idi
» Kokteyl parti problemini cozmeye oldukca yaklasiyoruz

* Insanlik problemleri cozdikce daha zor ve coziilmemis problemlere
yoneliyor
* Tek konusmaciyi anladik da sira birden fazlasina mi geldi?

* Genel yapay zeka’dan daha cok uzagiz ve oraya giderken c6zecegimiz
cok fazla problem var
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