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EBRU ARISOY
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Içerik
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Otomatik Konuşma Tanıma
Amaç:
Bir ses sinyaline karşılık gelen metinleri otomatik olarak belirlemek.

 W 
^  

 W 

... nice cat ...

... mice cat ...

W = {w1 . . . nice cat . . .wn}, wi ∈ V : sabit ve sınırlı dağarcık−→ Dağarcık Dışı Kelime (DDK)

A = {a1a2 . . . at}, ai ∈ A: sinyal işleme yöntemleri ile öznitelik çıkarımı

Ŵ = argmax
W

P(W |A) = argmax
W

P(A|W )P(W )
P(A)

= argmax
W

P(A|W )P(W )
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Otomatik Konuşma Tanıma
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A = {a1a2 . . . at}, ai ∈ A: sinyal işleme yöntemleri ile öznitelik çıkarımı

Ŵ = argmax
W

P(W |A) = argmax
W

P(A|W )P(W )
P(A)

= argmax
W

P(A|W )P(W )
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Ŵ = argmax
W

P(W |A) = argmax
W

P(A|W )P(W )
P(A)

= argmax
W

P(A|W )P(W )
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Otomatik Konuşma Tanıma
Amaç:
Bir ses sinyaline karşılık gelen metinleri otomatik olarak belirlemek.

Front -end Decoder

HMM for phones lexicon

cat: k     t
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Otomatik Konuşma Tanıma
Amaç:
Bir ses sinyaline karşılık gelen metinleri otomatik olarak belirlemek.

Front -end Decoder
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Akustik Model

Akustik Model:
Akustik model olarak Saklı Markov Model (SMM) kullanılır.

Ses kayıtları ve bunlara karşılık gelen referans metinleri kullanılarak eğitilir.

ae1 ae2 ae3start end

“æ" için 3-durumlu SMM

k2k1 k3 t2t1 t3start endae1 ae2 ae3

“cat: k æ t" kelimesi için SMM.
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Akustik Model

SMM’deki durum çıktı olasılıkları için kullanılan modeller.

P(A/Q) A: Akustik öznitelik vektörü
Q: Sesçik/durum etiketleri

Gauss Karışım Modeli (GKM)
P(A/Q) hesabı GKM ile yapılır.

Derin Sinir Ağları (DSA)
P(Q/A) hesabı DSA ile yapılır.
P(A/Q) ≈ P(Q/A)/P(Q)

SMM’de P(A/Q) kullanılır.
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Dil Modeli

İstatistiksel Dil Modeli
Bir dildeki her kelime dizilimine olasılık atar, P(W ).

n’li Dizilimli Dil Modeli
W = {w1 . . .wN} = bu kedi çok sevimli

P(W ) = P(bu kedi çok sevimli)

= P(bu)P(kedi|bu)P(çok|bu kedi)P(sevimli|bu kedi çok)
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İstatistiksel Dil Modeli
Bir dildeki her kelime dizilimine olasılık atar, P(W ).

n’li Dizilimli Dil Modeli
W = {w1 . . .wN} = bu kedi çok sevimli

P(W ) = P(bu kedi çok sevimli)

= P(bu)P(kedi|bu)P(çok|bu kedi)P(sevimli|bu kedi çok)
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Dil Modeli

İstatistiksel Dil Modeli
Bir dildeki her kelime dizilimine olasılık atar, P(W ).

n’li Dizilimli Dil Modeli
W = {w1 . . .wN} = bu kedi çok sevimli

P(W ) = P(bu kedi çok sevimli)

= P(bu)P(kedi|bu)P(çok|bu kedi)P(sevimli︸ ︷︷ ︸
tahmin

| bu kedi çok︸ ︷︷ ︸
geçmiş

)
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Dil Modeli

İstatistiksel Dil Modeli
Bir dildeki her kelime dizilimine olasılık atar, P(W ).

n’li Dizilimli Dil Modeli
W = {w1 . . .wN} = bu kedi çok sevimli

P(W ) = P(bu kedi çok sevimli)

= P(bu)P(kedi|bu)P(çok|bu kedi)P(sevimli︸ ︷︷ ︸
tahmin

| bu kedi çok︸ ︷︷ ︸
geçmiş

)

Eğer n = 2 → (2’li dizilim)

P(W ) ≈ P(bu)P(kedi|bu)P(çok|kedi)P(sevimli|çok)
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Dil Modeli
İstatistiksel Dil Modeli
Bir dildeki her kelime dizilimine olasılık atar, P(W ).

n’li Dizilimli Dil Modeli
W = {w1 . . .wN} = bu kedi çok sevimli

P(W ) = P(bu kedi çok sevimli)

= P(bu)P(kedi|bu)P(çok|bu kedi)P(sevimli︸ ︷︷ ︸
tahmin

| bu kedi çok︸ ︷︷ ︸
geçmiş

)

Eğer n = 2 → (2’li dizilim)

P(W ) ≈ P(bu)P(kedi|bu)P(çok|kedi)P(sevimli| çok︸︷︷︸
geçmiş

)

n-1 kelime
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Dil Modeli

n’li Dizilimli Dil Modeli
Koşullu olasılıklar en büyük olabilirlik kestirimi ile metin verisi üzerinden
öğrenilir.

P(w |h) = P(wk |wk−n+1 . . . wk−1) =
C(wk−n+1 . . . wk−1 wk )

C(wk−n+1 . . . wk−1)

3’lü dizilim:
P(çok|bu kedi) =

C(bu kedi çok)

C(bu kedi)

Veri tabanında geçmeyen n’li dizilimlere küçük olasılık dağıtımları yapılır.
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Dil Modeli

Sinir Ağları Dil Modeli

Koşullu olasılıklar sinir ağları
kullanılarak hesaplanır.

Kelimeler için sürekli uzay
gösterimleri öğrenilir.

İleribesleme Sinir Ağı Dil Modeli
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Dil Modeli

Öznitelik Tabanlı Dil Modeli
Dilbilimsel bilginin dil modelinde kullanılmasını kolaylaştırır.
Dilbilimsel bilgi öznitelik vektörüne dönüştürülüp dil modellinde kullanılır.

En büyük entropi dil modeli:

P(w |h) =
1

Z (h)
e
∑

i αi Φi (w ,h)

Ayırıcı dil modeli:

F (W ) =
∑

i

αiΦi(W )
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Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Part II

Türkçe Konuşma Tanıma
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Türkçe’nin Dil Özellikleri
Türkçe’nin Konuşma Tanıma Açısından Zorlukları

Türkçe’nin Dil Özellikleri

1 Türkçe üretken biçimbilimsel yapıya sahip sondan eklemeli bir dildir.

bildiridekiler → bildiri -de -ki -ler

ruhsatlandırılamamasındaki →
ruhsat -lan -dır -ıl -ama -ma -sı -nda -ki

2 Türkçe serbest kelime dizilimine sahiptir.

Ben çocuğa kitabı verdim

Çocuğa kitabı ben verdim

Ben kitabı çocuğa verdim
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Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Türkçe’nin Dil Özellikleri
Türkçe’nin Konuşma Tanıma Açısından Zorlukları

Türkçe’nin Konuşma Tanıma Açısından Zorlukları
1 Sondan eklemeli (üretken biçimbilimsel yapı)

bildiridekiler → bildiri -de -ki -ler
*Şekil için Mathias Creutz’a teşekkür ederiz.
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Sondan eklemeli diller: Türkçe, Fince, Estonyaca, Macarca
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Konuşta Tanıma için Kelima-altı Birimler
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1 Sondan eklemeli (üretken biçimbilimsel yapı)→ yüksek DDK oranı

Her DDK 1.5 Kelime Hata Oranı (KHO) verir!
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Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Türkçe’nin Dil Özellikleri
Türkçe’nin Konuşma Tanıma Açısından Zorlukları

Türkçe’nin Konuşma Tanıma Açısından Zorlukları
2 Serbest kelime dizilimi→ Koşullu olasılıklar için gürbüz kestirimler yapılamaz

Ben çocuğa kitabı verdim

P(W ) ≈ P(ben)P(çocuğa|ben) . . .P(verdim|kitabı)

Çocuğa kitabı ben verdim

Ben kitabı çocuğa verdim
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Türkçe’nin Dil Özellikleri
Türkçe’nin Konuşma Tanıma Açısından Zorlukları

Türkçe’nin Konuşma Tanıma Açısından Zorlukları
2 Serbest kelime dizilimi→ Koşullu olasılıklar için gürbüz kestirimler yapılamaz

Ben çocuğa kitabı verdim

P(W ) ≈ P(ben)P(çocuğa|ben) . . .P(verdim|kitabı)

Çocuğa kitabı ben verdim

P(W ) ≈ P(çocuğa)P(kitabı|çocuğa) . . .P(verdim|ben)

Ben kitabı çocuğa verdim

P(W ) ≈ P(ben)P(kitabı|ben) . . .P(verdim|çocuğa)
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Türkçe için Konuşma Tanıma ve Zorlukları
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Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Türkçe’nin Dil Özellikleri
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Anlamlı Kelime-Altı Birimler

Kelime-altı Birimler ile Konuşma Tanıma
Motivasyon:

Konuşma Tanımadaki DDK problemini çözmek.

Yöntem:
1 kelimeleri daha kısa ve anlamlı birimlere bölmek

harfler: bildiridekiler → b i l d i r i d e k i l e r
heceler: bildiridekiler → bil di ri de ki ler

kök ve ekler: bildiridekiler → de ki ler
kök ve kök sonrası: bildiridekiler → bildiri dekiler

2 kelime-altı birimleri sözlükte kullanmak (Akustik model aynı kalır!)

bil: b i l→

b2b1 b3 l2l1 l3start endi2i1 i3

3 Kelime-altı birimler üzerinden dil modeli eğitmek

3’lü dizilim: P(ri|bil di)
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Türkçe için Konuşma Tanıma ve Zorlukları
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Motivasyon:
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3’lü dizilim: P(ri|bil di)
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Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Kelime-altı Birimler ile Konuşma Tanıma
Anlamlı Kelime-Altı Birimler

Kelime-altı Birimler ile Konuşma Tanıma
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Konuşta Tanıma için Kelima-altı Birimler
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Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Kelime-altı Birimler ile Konuşma Tanıma
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Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Kelime-altı Birimler ile Konuşma Tanıma
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Türkçe için Konuşma Tanıma ve Zorlukları
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları

Kelime-altı Birimler ile Konuşma Tanıma
Anlamlı Kelime-Altı Birimler

Anlamlı Kelime-Altı Birimler
Dilbilgisel Birimler
Kural tabanlı biçimbilimsel ayrıştırıcı kullanılarak elde edilir.

kök ve ekler, kök ve kök sonrası, ...

İstatistiksel Birimler
Metin verisinden eğitmensiz öğrenme ile elde edilir.

Linguistica, Morfessor1, Paramor, ...
kök ve ekler: bildiridekiler → bildiri -de -ki -ler

istatistiksel birimler: bildiridekiler → bildir -ide -kiler

Kelimelerin sürekli uzay gösterimi ile bölütleme de yapılmaktadır2.
1Creutz M, Lagus K (2005) Unsupervised morpheme segmentation and morphology induction from text corpora using Morfessor 1.0. Publications

in Computer and Information Science Report A81, HUT, Helsinki, Finland
2Üstün A, Can B. Unsupervised Morphological Segmentation Using Neural Word Embeddings. In Proceedings of SLSP 2016, Pilsen, Czech

Republic, 2016
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Türkçe Konuşma Tanıma Sistemi Geliştirilmesi
1 Veri tabanı oluşturulması

Akustik veri: Ses kayıtları ve referans metinleri
Metin verisi: Örün sitelerinden toplanmış metinler

2 Akustik model eğitimi
SMM-GKM ve DSA ile eğitim
Yöntemler dilden bağımsızdır
Türkçe için sözlükte (genelde) sesler için harfler kullanılır.

3 Dil modeli eğitimi
Türkçe için anlamlı kelime-altı birimlerinin araştırılması
Ayırıcı dil modellerinin dilbilimsel ve istatistiksel özniteliklerle kullanılması
Sinir Ağları (SA) dil modellerinin kullanılması
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Türkçe Veri tabanları
Akustik Veri Tabanı = Ses Kayıtları + Referans Metinleri

Mikrofon ile Toplanan Kayıtlar:
GlobalPhone: Türkçe için ≈17 saat (ELRA ve Appen Butler Hill Pty Ltd.)
METU Microphone Speech: ≈10 saat (LDC - LDC2006S33)
Sabancı Üniversitesi’nde toplanan akustik veri: ≈30 saat3

Telefon Üzerinden Toplanan Kayıtlar:
OrienTel Projesi: 1700 konuşmacı (ELRA)
IARPA Babel Turkish Language Pack: ≈213 saat (LDC - LDC2016S10)
SESTEK’in topladığı çağrı merkezi konuşmaları: ≈1000 saat 4

Haber Programı Kayıtları: ≈130 saat Türkçe programlar (LDC - LDC2012S06)

3Erdogan H, Büyük O, Oflazer K (2005) Incorporating language constraints in sub-word based speech recognition. In: Proceedings of ASRU, San
Juan, PR, pp 98 –103

4Haznedaroğlu A, Arslan LM, Büyük O, Eden M (2010) Turkish LVCSR system for call center conversations. In: Proceedings of SIU, Diyarbakır,
Turkey, pp 372 – 375
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Türkçe Veri tabanları

MetinVeritabanı

184 M kelimelik gazete haberleri metinleri 5

81 M kelimelik haber ve e-kitap metinleri 6

5Sak H, Güngör T, Saraçlar M (2011) Resources for Turkish morphological processing. Language Resources and Evaluation 45(2):249–261
6Erdogan H, Büyük O, Oflazer K (2005) Incorporating language constraints in sub-word based speech recognition. In: Proceedings of ASRU, San

Juan, PR, pp 98 –103
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Türkçe için Akustik Model

Akustik model olarak Saklı Markov Model (SMM) kullanılmıştır.

SMM’deki durum çıktı olasılıkları için GKM ve DSA denemiştir.

DSA Akustik Modeli
Derin sinir ağı mimarileri

Çok katmanlı ileribesleme
Yinelemeli ve türevleri
Zaman gecikmeli

Amaç işlevleri
Çapraz entropi
Dizisel ayırıcı eğitim
Örüsüz en büyük ortak bilgi
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Türkçe için Akustik Model - Sonuçlar

Türkçe Haber Programları için GDSKT7

Akustik Veri: 188 saat (eğitim), 3 saat (geliştirme), 3 saat (sınama)

Metin Verisi: 182.3 M kelime (haber metinleri) + 1.8 M kelime (referans metinler)

Dil Modeli: 200 K dağarcık, 3’lü dizilim kelime
Akustik Model Sınama KHO (%)
SMM-GKM 18.30
Çok katmanlı ileribesleme (çapraz entropi) 14.24
Çok katmanlı ileribesleme (dizisel ayırıcı eğitim) 13.42
Zaman gecikmeli SA (çapraz entropi) 12.45
Zaman gecikmeli SA (örüsüz en büyük ortak bilgi) 10.92

7Arısoy E, Saraçlar M (2018) Turkish Broadcast News Transcription Revisited. In: Proceedings of SIU 2018, Çeşme, Türkiye.
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Türkçe için Dil Modeli – Kelime-altı Birimler
kelimeler: sunulacak bildiridekiler
istatistiksel birimler: sunul -acak bildir -ide -kiler
kök ve ekler (yüzeysel): sun -ul -acak bildiri -de -ki -ler

(sözlüksel8):
kök ve kök sonrası (yüzeysel): sun -ul-acak bildiri -de-ki-ler

(sözlüksel8):
/A/ yüzeysel gösterimde /a/ veya /e/ olabilir. /H/ yüzeysel gösterimde /ı/, /i/, /u/, veya /ü/ olabilir.

Sözlüksel Gösterim
Farklı yüzeysel gösterimler için aynı sözlüksel gösterim→ Gürbüz dil modeli kestirimleri

Ses değişimlerinin doğruluğu→ Fazladan (anlamsız) kelimeleri üretme hataları azalır

8Arısoy E, Sak H, Saraçlar M (2007) Language modeling for automatic Turkish broadcast news transcription. In: Proceedings of INTERSPEECH,
Antwerp, Belgium, pp 2381 – 2384
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Ses değişimlerinin doğruluğu→ Fazladan (anlamsız) kelimeleri üretme hataları azalır

8Arısoy E, Sak H, Saraçlar M (2007) Language modeling for automatic Turkish broadcast news transcription. In: Proceedings of INTERSPEECH,
Antwerp, Belgium, pp 2381 – 2384
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ev -lAr ev -ler 3

ev -lar 8
8Arısoy E, Sak H, Saraçlar M (2007) Language modeling for automatic Turkish broadcast news transcription. In: Proceedings of INTERSPEECH,

Antwerp, Belgium, pp 2381 – 2384
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Türkçe için Dil Modeli – Sonuçlar

Türkçe Haber Programları için GDSKT9

Akustik Veri: 188 saat (eğitim), 3 saat (geliştirme), 3 saat (sınama)

Metin Verisi: 182.3 M kelime (haber metinleri) + 1.8 M kelime (referans metinler)

Akustik Model: SMM-GKM
Dil Modeli Sınama KHO (%)
Kelime 23.1
Kök ve kök sonrası (yüzeysel) 21.9
Kök ve ekler (sözlüksel) 21.8
İstatistiksel birimler 21.7
Kök ve kök sonrası (sözlüksel) 21.3

9Sak H, Saraçlar M, Güngör T (2012) Morpholexical and discriminative language models for Turkish automatic speech recognition. IEEE
Transactions on Audio, Speech, and Language Processing 20(8):2341–2351.
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Türkçe için Dil Modeli – Sonuçlar

Türkçe Haber Programları için GDSKT9
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Türkçe için Dil Modeli - Sonuçlar

Türkçe Haber Programları için GDSKT10

Akustik Model Dil Modeli Sınama KHO (%)

SMM-GKM 3’lü kelime 18.30

Zaman gecikmeli SA 3’lü kelime 10.92

Zaman gecikmeli SA 3’lü kök ve kök sonrası∗ 10.12

∗ Yüzeysel gösterim

10Arısoy E, Saraçlar M (2018) Turkish Broadcast News Transcription Revisited. In: Proceedings of SIU 2018, Çeşme, Türkiye.
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Üretici Dil Modeli - Ayırıcı Dil Modeli

Üretici Dil Modeli: n-li dizilim klasik model
Koşullu olasılıklar en büyük olabilirlik kestirimi ile hesaplanır.

Ayırıcı Dil Modeli:

Üretici modeli tamamlayıcı bir yöntemdir.
Hata oranını en iyilemek için ses kayıtları ve onların referans metinleri ile eğitilir.

Avantajları:
Model hem doğru hem de yanlış örneklerden öğrenir.
Farklı öznitelikler aynı modelde kolayca kullanılabilir.

biçimbilimsel, sözdizimsel, anlambilimsel,...
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Türkçe için Konuşma Tanıma ve Zorlukları
Konuşta Tanıma için Kelima-altı Birimler

Türkçe Konuşta Tanıma Sistemleri ve Veri Tabanları
Türkçe Konuşma Tanıma Üzerine Çalışmalar

Ayırıcı Dil Modeli
haberleri sundu cümlesinin ses sinyalinin konuşma tanıma çıktısı

Örü Çıktısı

0

1
hangi/0.1

2haber ler /0 .6
haberler i /0 .3

evi/1.0

3 /1sundu/0 .8
sorduk/0.2

En iyi N hipotez
1. haberler sundu 0.48
2. haberleri sundu 0.24

(Doğru)

3. haberler sorduk 0.12
...

Φ(x , y): Öznitelik vektörü→ x : Konuşma y : Aday hipotez
Φk (x , y) = “haberleri sundu" dizilimin y ’de kaç defa geçtiği

ᾱ: Öznitelik parametreleri→ Ayırıcı eğitim ile öğrenilir.

F (x) = argmax
y∈GEN(x)

Φ(x , y) · ᾱ→ GEN(x): x ’e karşılık gelen en iyi N hipotez
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Örü Çıktısı

0

1
hangi/0.1

2haber ler /0 .6
haberler i /0 .3

evi/1.0

3 /1sundu/0 .8
sorduk/0.2

En iyi N hipotez
1. haberler sundu 0.48
2. haberleri sundu 0.24 (Doğru)
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Türkçe Ayırıcı Dil Modeli 11

Kullanılan öznitelikler:
1 Kelimelerin n’li dizilimleri

2 Kelime-altı birimlerin n’li dizilimleri
Dilbilimsel: kelimelerin biçimbilimsel analizinden elde edilir.

İstatistiksel: kelimelerin istatistiksel yöntemlerle bölütlenmesinden elde edilir.

3 Sözdizimsel öznitelikler: cümlelerin bağlılık analizinden elde edilir.

11Arısoy E, Saraçlar M, Roark B, Shafran I (2012) Discriminative language modeling with linguistic and statistically derived features. IEEE
Transactions on Audio, Speech, and Language Processing 20(2):540–550
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Derin Öğrenme ile Dil Modelleme

Klasik Dil Modeli ile Sinir Ağı Dil Modeli Karşılaştırması
Sinir Ağı Dil Modelleri
Sürekli Uzay Gösterimleri
Türkçe Sinir Ağı Dil Modeli Çalışmaları

Klasik ile Sinir Ağı Dil Modellerinin Karşılaştırması

Klasik n’li Dizilimli Dil Modeli:
Kelimeler ayrık birimlerdir.

Veri tabanında geçmeyen veya az geçen dizilimler için gürbüz kestirimler
yapılamaz.

P(sevimli|bu kedi çok) =
C(bu kedi çok sevimli)

C(bu kedi çok)
= 0.25

P(sevimli|bu köpek çok) =
C(bu köpek çok sevimli)

C(bu köpek çok)
= 0
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Klasik Dil Modeli ile Sinir Ağı Dil Modeli Karşılaştırması
Sinir Ağı Dil Modelleri
Sürekli Uzay Gösterimleri
Türkçe Sinir Ağı Dil Modeli Çalışmaları

Klasik ile Sinir Ağları Dil Modellerinin Karşılaştırması

Sinir Ağları (SA) Dil Modeli

Kelimler için sürekli uzay gösterimleri öğrenilir.
Anlamsal ve dilbilimsel olarak benzer kelimeler sürekli uzayda yakın yerlerde
bulunurlar.

Olasılık kestirimleri sürekli uzayda SA kullanılarak yapılır.

SA dil modeli ile daha gürbüz kestirimler yapılabilmektedir.

P(sevimli|bu kedi çok) ≈ P(sevimli|bu köpek çok)

SA Mimarileri:
ileribesleme, yinelemeli, uzun kısa-süreli bellek
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Sinir Ağı Dil Modelleri
Sürekli Uzay Gösterimleri
Türkçe Sinir Ağı Dil Modeli Çalışmaları

İleribesleme Sinir Ağı (SA) Dil Modeli12 13

Olasılık kestirimleri kelimelerin sürekli uzay gösterimleri ile yapılır.

Giriş Katmanı

İzdüşüm Katmanı
Saklı Katman
dj = tanh

(∑(n−1)×P
l=1 Mjlcl + bj

)

Çıktı Katmanı
oi =

∑H
j=1 Vijdj + ki

pi =
exp(oi )∑|V|

r=1 exp(or )
= P(wj = i|hj)
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H

12Bengio Y, Ducharme R, Vincent P, Jauvin C (2003) A neural probabilistic language model. Journal of Machine Learning Research 3:1137–1155
13Schwenk H (2007) Continuous space language models. Computer Speech and Language 21(3):492–518
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İleribesleme SA dil modeli hata geri yayılım algoritması is eğitilir.

Giriş Katmanı

İzdüşüm Katmanı
Saklı Katman
dj = tanh
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Sinir Ağı Dil Modelleri
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SA Dil Modelindeki Zorluklar:
Çıktı katmanındaki hesaplama karmaşıklığı
(H × |V |)
pi = exp(oi )∑|V |

r=1 exp(or )
= P(wj = i |hj)

H ≈ 300− 500, |V | ≈ 60K − 200K

Önerilen Çözümler:

Daha küçük çıkış dağarcığı kullanmak: |Vo| << |V | → |Vo| ≈ 20K

Hiyerarşik bir çıkış katmanı tanımlamak: P(w |h) = P(c(w)|h)P(w |h, c(w))
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Sinir Ağı Dil Modelleri
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Derin Sinir Ağı (DSA) Dil Modeli 14

DSA birden fazla doğrusal olmayan katmana sahiptir.
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14Arısoy E, Sainath T, Kingsbury B, Ramabhadran B (2012) Deep neural network language models. In: Proceedings of NAACL-HLT Workshop,
Montreal, Canada
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Klasik Dil Modeli ile Sinir Ağı Dil Modeli Karşılaştırması
Sinir Ağı Dil Modelleri
Sürekli Uzay Gösterimleri
Türkçe Sinir Ağı Dil Modeli Çalışmaları

Yinelemeli Sinir Ağı (SA) Dil Modeli 15

Olasılık kestirimleri
yinelemeli SA ile yapılır.

Daha uzun geçmiş kelime
kullanılarak koşullu
olasılıklar hesaplanır.

Zaman boyunca geri yayılım
algoritması ile eğitim yapılır.

!

P(wt=i|wt)1,ht)2)!

Output!
layer!

Recursive!!
Hidden!layer!

Projection!
layer!

Input!layer!

wt)1!

15Mikolov T, Karafiat M, Burget L, Cernocky J, Khudanpur S (2010) Recurrent neutral network based language model. In: Proceedings of
INTERSPEECH, Japan, pp 1045–1048
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!

P(wt=i|wt)1,ht)2)!

Output!
layer!

Recursive!!
Hidden!layer!

Projection!
layer!

Input!layer!

wt)1!

15Mikolov T, Karafiat M, Burget L, Cernocky J, Khudanpur S (2010) Recurrent neutral network based language model. In: Proceedings of
INTERSPEECH, Japan, pp 1045–1048
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cümle başından itibaren

tüm bilgiyi içerir!
15Mikolov T, Karafiat M, Burget L, Cernocky J, Khudanpur S (2010) Recurrent neutral network based language model. In: Proceedings of
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Olasılık kestirimleri
yinelemeli SA ile yapılır.

Daha uzun geçmiş kelime
kullanılarak koşullu
olasılıklar hesaplanır.

Zaman boyunca geri yayılım
algoritması ile eğitim yapılır.

!

P(wt=i|wt)1,ht)2)!

Output!
layer!

Recursive!!
Hidden!layer!

Projection!
layer!

Input!layer!

wt)1!

15Mikolov T, Karafiat M, Burget L, Cernocky J, Khudanpur S (2010) Recurrent neutral network based language model. In: Proceedings of
INTERSPEECH, Japan, pp 1045–1048
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Yinelemeli Sinir Ağı (SA) Dil Modeli

Yinelemeli SA modeli zaman boyunca hata geri yayılım algoritması ile eğitilir.

U V

y(t)

s(t-1)

s(t)

w(t)

W

Figure 3.1: Simple recurrent neural network.

The network is trained by stochastic gradient descent using either usual backpropa-

gation (BP) algorithm, or backpropagation through time (BPTT) [65]. The network is

represented by input, hidden and output layers and corresponding weight matrices - ma-

trices U and W between the input and the hidden layer, and matrix V between the hidden

and the output layer. Output values in the layers are computed as follows:

sj(t) = f

 X

i

wi(t)uji +
X

l

sl(t�1)wjl

!
(3.1)

yk(t) = g

0
@X

j

sj(t)vkj

1
A (3.2)

where f(z) and g(z) are sigmoid and softmax activation functions (the softmax function

in the output layer is used to ensure that the outputs form a valid probability distribution,

i.e. all outputs are greater than 0 and their sum is 1):

f(z) =
1

1 + e�z
, g(zm) =

ezm

P
k ezk

(3.3)

Note that biases are not used in the neural network, as no significant improvement of

performance was observed - following the Occam’s razor, the solution is as simple as it

needs to be. Alternatively, the equations 3.1 and 3.2 can be rewritten as a matrix-vector

multiplication:

s(t) = f (Uw(t) + Ws(t�1)) (3.4)

29

Şekiller Mikolov 2012’den alınmıştır 16 .
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Ww(t-1)

s(t-1)
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Figure 3.3: Example of batch mode training. Red arrows indicate how the gradients are
propagated through the unfolded recurrent neural network.

is illustrated at Figure 3.3.

For numerical stability purposes, it is good to use double precision of the real numbers

and some regularization (in our experiments, we used either no regularization, or small L2

penalty such as � = 1e�6). With single precision and no regularization, the training might

not converge to a good solution. Also, it is important to realize that training of RNNs

can be more di�cult than of normal feedforward networks - the gradients propagated by

BPTT can in some rare cases explode, that is, increase during backpropagation through

the recurrent connections to such large values that the weights of the network get rewritten

with meaningless values, causing the training to fail. The exploding gradient problem has

been described in [4].

36

16Mikolov T (2012) Statistical Language Models Based on Neural Networks. Ph. D. thesis, Brno University of Technology
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Sinir Ağı Dil Modelleri
Sürekli Uzay Gösterimleri
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Çift Yönlü Yinelemeli Sinir Ağı (SA) Dil Modeli
Zamanda açılmış tek yönlü yinelemeli SA
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Uzun Kısa-Sureli Bellik Sinir Ağı (SA) Dil Modeli 17

Yinelemeli SA Dil Modelinin Kısıtları:
Yinelemeli SA pratikte 5-10 zaman adımından bilgi kullanır.
Gradyan zaman içerisinde üstel olarak azalır.
Uzun Kısa-Süreli Bellik SA: Doğrusal olmayan birimler hafıza bloklarıyla değiştirilir.

Zaman içindeki bağımlılıkları daha iyi modeller.
ing units. The final unit is depicted in Fig. 1, where we have
included two modifications of the original LSTM unit proposed
in [12] and [13].

Figure 1: LSTM memory cell with gating units

A standard neural network unit i only consists of the input
activation ai and the output activation bi which are related—
when a tanh activation function is used—by

bi = tanh(ai).

The LSTM unit adds several intermediate steps: After applying
the activation function to ai, the result is multiplied by a fac-
tor b◆. Then the inner activation value of the previous time step,
multiplied by the quantity b� is added due to the recurrent self-
connection. Finally, the result is scaled by b! and fed to another
activation function, yielding bi. The factors b◆, b�, b! 2 (0, 1),
indicated by the small white circles, are controlled by additional
units (depicted as blue circles) called input, output, and forget
gate, respectively. The gating units sum the activations of the
previous hidden layer and the activations of the current layer
from the previous time step as well as the inner activation of
the LSTM unit. The resulting value is squashed by a logistic
sigmoid function which then is set to b◆, b�, or b! , respectively.

For brevity, we omit the rather extensive equations describ-
ing the LSTM network. These can be found e. g. in [14]1.

The whole LSTM unit including the gating units may be in-
terpreted as a differentiable version of computer memory ([14]).
For this reason, LSTM units sometimes are also referred to as
LSTM memory cells. Whether one adheres to the proposed in-
terpretation of the gating units or not, the LSTM architecture
solves the vanishing gradient problem at small computational
extra-costs. In addition, it has the desirable property of includ-
ing standard recurrent neural network units as a special case.

3. Neural network language models
Although there are several differences in the neural network lan-
guage models that have been successfully applied so far, all of
them share some basic principles:

• The input words are encoded by 1-of-K coding where K
is the number of words in the vocabulary.

• At the output layer, a softmax activation function is used
to produce correctly normalized probability values.

1As opposed to our LSTM version, in [14] the gating units do not
receive the activations of the previous hidden layer

• As training criterion the cross entropy error is used
which is equivalent to maximum likelihood.

We also follow this approach. It is generally advised to normal-
ize the input data of a neural network ([15]) which means that a
linear transformation is applied so that the data have zero mean
and unit variance. When using 1-of-K coding, this is obviously
not the case.

Giving up the sparseness of the input features (which is usu-
ally exploited to speed up matrix computations, cf. [16]), the
data can easily be normalized because there exist closed-form
solutions for the mean and variance of the 1-of-K encoded input
features that depend only on the unigram counts of the words
observed in the training data. On the contrary we observed that
convergence was considerably slowed down by normalization.
It seems that it suffices when the input data in each dimension
lie in the same [0, 1] range.

As the input features are highly correlated (e. g., we have
xi = 1 � P

i 6=j xi) for the i-th dimension of an input vari-
able x), applying a whitening transform to the features appears
to be more promising. Because of the high dimensionality, this
seems practically unfeasible.

Regarding the network topology, in [6] a single recurrent
hidden layer was used, while in [3] an architecture with two
hidden layers was applied, the first layer having the interpreta-
tion of projecting the input words to a continuous space. In a
similar spirit, we stick to the topology shown in Fig. 2 where
we plug in LSTM units into the second recurrent layer, combin-
ing it with different projection layers of standard neural network
units.

Figure 2: Neural network LM architecture

For large-vocabulary language modeling, training is
strongly dominated by the computation of the input activa-
tions ai of the softmax output layer which in contrast to the
input layer is not sparse:

ai =

JX

j=1

!ijbj .

Here, J denotes the number of nodes in the last hidden layer,
!ij are the weights between the last hidden layer and the output
layer, and i = 1, . . . , V , where V is the vocabulary size.

To reduce the computational effort, in [17] (following an
idea from [18]), it was proposed to split the words into a set of
disjoint word classes. Then the probability p(wm|wm�1

1 ) can
be factorized as follows:

p(wm|wm�1
1 ) = p

�
wm|c(wm), wm�1

1

�
p
�
c(wm)|wm�1

1

�

it = σ(Wxixt + Whiht−1 + Wcict−1 + bi)

ft = σ(Wxf xt + Whf ht−1 + Wcf ct−1 + bf )

ct = ftct−1 + it tanh(Wxcxt + Whcht−1 + bc)

ot = σ(Wxoxt + Whoht−1 + Wcoct + bo)

ht = ot tanh(ct)

17Sundermeyer M, Schluter R, Ney H (2012) LSTM Neural Networks for Language Modeling. In: Proceedings of INTERSPEECH, Portland, OR, USA

E. Arısoy Türkçe Konuşma Tanıma ve Derin Öğrenmeyle Dil Modelleme
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Türkçe Sinir Ağı Dil Modeli Çalışmaları

Sinir Ağı Dil Modeli – Sonuçlar

İngilizce Haber Programları için GDSKT18

Dil Modeli KHO (%)
4’lü kelime∗ 13.0

+ tek yönlü - yinelemeli∗∗ 12.7
+ çift yönlü - yinelemeli∗∗ 12.5
+ tek yönlü - uzun kısa-süreli bellek∗∗ 12.4
+ çift yönlü - uzun kısa-süreli bellek∗∗ 12.4

∗ eğitim verisi: 350 M kelime
∗∗P = 180,H = 300, eğitim verisi: 12 M kelime

18Arısoy E, Sethy A, Ramabhadran B, Chen S (2015) Bidirectional recurrent neural network language models for automatic speech recognition. In:
Proceedings of ICASSP, Brisbane, Australia, pp 5421-5425
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Sürekli Uzay Gösterimleri

Sürekli uzay gösterimleri doğal dil işleme uygulamaları için önemli bilgiler taşır 19.
−−−−→
France −−−−→Paris +

−−→
Italy =

−−−−→
RomaTable 8: Examples of the word pair relationships, using the best word vectors from Table 4 (Skip-

gram model trained on 783M words with 300 dimensionality).

Relationship Example 1 Example 2 Example 3
France - Paris Italy: Rome Japan: Tokyo Florida: Tallahassee
big - bigger small: larger cold: colder quick: quicker

Miami - Florida Baltimore: Maryland Dallas: Texas Kona: Hawaii
Einstein - scientist Messi: midfielder Mozart: violinist Picasso: painter
Sarkozy - France Berlusconi: Italy Merkel: Germany Koizumi: Japan

copper - Cu zinc: Zn gold: Au uranium: plutonium
Berlusconi - Silvio Sarkozy: Nicolas Putin: Medvedev Obama: Barack

Microsoft - Windows Google: Android IBM: Linux Apple: iPhone
Microsoft - Ballmer Google: Yahoo IBM: McNealy Apple: Jobs

Japan - sushi Germany: bratwurst France: tapas USA: pizza

assumes exact match, the results in Table 8 would score only about 60%). We believe that word
vectors trained on even larger data sets with larger dimensionality will perform significantly better,
and will enable the development of new innovative applications. Another way to improve accuracy is
to provide more than one example of the relationship. By using ten examples instead of one to form
the relationship vector (we average the individual vectors together), we have observed improvement
of accuracy of our best models by about 10% absolutely on the semantic-syntactic test.

It is also possible to apply the vector operations to solve different tasks. For example, we have
observed good accuracy for selecting out-of-the-list words, by computing average vector for a list of
words, and finding the most distant word vector. This is a popular type of problems in certain human
intelligence tests. Clearly, there is still a lot of discoveries to be made using these techniques.

6 Conclusion

In this paper we studied the quality of vector representations of words derived by various models on
a collection of syntactic and semantic language tasks. We observed that it is possible to train high
quality word vectors using very simple model architectures, compared to the popular neural network
models (both feedforward and recurrent). Because of the much lower computational complexity, it
is possible to compute very accurate high dimensional word vectors from a much larger data set.
Using the DistBelief distributed framework, it should be possible to train the CBOW and Skip-gram
models even on corpora with one trillion words, for basically unlimited size of the vocabulary. That
is several orders of magnitude larger than the best previously published results for similar models.

An interesting task where the word vectors have recently been shown to significantly outperform the
previous state of the art is the SemEval-2012 Task 2 [11]. The publicly available RNN vectors were
used together with other techniques to achieve over 50% increase in Spearman’s rank correlation
over the previous best result [31]. The neural network based word vectors were previously applied
to many other NLP tasks, for example sentiment analysis [12] and paraphrase detection [28]. It can
be expected that these applications can benefit from the model architectures described in this paper.

Our ongoing work shows that the word vectors can be successfully applied to automatic extension
of facts in Knowledge Bases, and also for verification of correctness of existing facts. Results
from machine translation experiments also look very promising. In the future, it would be also
interesting to compare our techniques to Latent Relational Analysis [30] and others. We believe that
our comprehensive test set will help the research community to improve the existing techniques for
estimating the word vectors. We also expect that high quality word vectors will become an important
building block for future NLP applications.

10

19Mikolov T, et al. (2013) Distributed representations of words and phrases and their compositionality. In: Proceedings of NIPS 2013, pages
3111–3119
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Sürekli Uzay Gösterimleri

w(t-2)

w(t+1)

w(t-1)

w(t+2)

w(t)

SUM

       INPUT         PROJECTION         OUTPUT

w(t)

          INPUT         PROJECTION      OUTPUT

w(t-2)

w(t-1)

w(t+1)

w(t+2)

                   CBOW                                                   Skip-gram

Figure 1: New model architectures. The CBOW architecture predicts the current word based on the
context, and the Skip-gram predicts surrounding words given the current word.

R words from the future of the current word as correct labels. This will require us to do R ⇥ 2
word classifications, with the current word as input, and each of the R + R words as output. In the
following experiments, we use C = 10.

4 Results

To compare the quality of different versions of word vectors, previous papers typically use a table
showing example words and their most similar words, and understand them intuitively. Although
it is easy to show that word France is similar to Italy and perhaps some other countries, it is much
more challenging when subjecting those vectors in a more complex similarity task, as follows. We
follow previous observation that there can be many different types of similarities between words, for
example, word big is similar to bigger in the same sense that small is similar to smaller. Example
of another type of relationship can be word pairs big - biggest and small - smallest [20]. We further
denote two pairs of words with the same relationship as a question, as we can ask: ”What is the
word that is similar to small in the same sense as biggest is similar to big?”

Somewhat surprisingly, these questions can be answered by performing simple algebraic operations
with the vector representation of words. To find a word that is similar to small in the same sense as
biggest is similar to big, we can simply compute vector X = vector(”biggest”)�vector(”big”)+
vector(”small”). Then, we search in the vector space for the word closest to X measured by cosine
distance, and use it as the answer to the question (we discard the input question words during this
search). When the word vectors are well trained, it is possible to find the correct answer (word
smallest) using this method.

Finally, we found that when we train high dimensional word vectors on a large amount of data, the
resulting vectors can be used to answer very subtle semantic relationships between words, such as
a city and the country it belongs to, e.g. France is to Paris as Germany is to Berlin. Word vectors
with such semantic relationships could be used to improve many existing NLP applications, such
as machine translation, information retrieval and question answering systems, and may enable other
future applications yet to be invented.

5

Şekiller Mikolov 2013’den alınmıştır 20.

20Mikolov T, et al. (2013) Distributed representations of words and phrases and their compositionality. In: Proceedings of NIPS 2013, pages
3111–3119
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Türkçe Yinelemeli Sinir Ağı Dil Modeli

Türkçe Haber Programları için GDSKT21

Akustik Model Dil Modeli Sınama KHO (%)
Zaman gecikmeli SA 3’lü kelime 10.92
Zaman gecikmeli SA 3’lü kök ve kök sonrası∗ 10.12

+ Uzun Kısa-Süreli Bellek∗∗ 9.83

∗ Yüzeysel gösterim
∗∗P = 180,H = 300, eğitim verisi: 1.3 M kelime

21Arısoy E, Saraçlar M (2018) Turkish Broadcast News Transcription Revisited. In: Proceedings of SIU 2018, Çeşme, Türkiye
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. .

.

P(w
i
|h)

Hidden 
layer

Projection 
layer

Output layer

Projection 
layer

Hidden 
layer

Input layer 

Input layer

 Word 
stream

Sub-word 
   stream

Figure 1: Multi-stream LSTM architecture
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Figure 2: Multi-stream LSTM architecture unfolded in time.

the sub-word stream produces outputs only at the time steps
corresponding to the word boundaries. However, the sub-word
hidden layer recursively accumulates information coming from
previous time steps even without producing outputs.

Note that there are several ways of combining multiple in-
formation sources in neural network modeling, such as feature-
level combination, model-level combination and joint training.
In feature-level combination, features associated with a given
word are directly appended to the input vector of that word to
form a fixed-length input vector for neural network training as
in [14, 15, 16, 17]. In case of different number of features for
each word, e.g., when morphological segmentations of a word
are used as features, a fixed-length input vector is formed by
summing vector representations of the features as in [18]. In
model-level combination, separate models trained on multiple
information sources are combined. For instance, a neural net-
work language model trained on a word sequence can be inter-
polated with another model trained on sub-word sequences. In
joint training, a single model is trained using multiple informa-
tion sources together. Our multi-stream LSTM framework is
a joint training approach which provides a novel LSTM neural
network language model.

3. Experiments
We evaluate the performance of single-stream and multi-stream
LSTM neural network language models in both automatic
speech recognition and key word search tasks. Following sec-
tions describe the experimental set-up and the results.

3.1. Experimental Set-up

Experiments are performed on the IARPA Babel Turkish lim-
ited language pack (LimitedLP) dataset which contains con-
versational telephone speech. Automatic speech recognition
(ASR) and keyword search (KWS) systems are built using the
Kaldi toolkit [19] following the Babel recipe1. The acoustic
model is a DNN with p-norm activations [20]. The 3-gram lan-

1http://svn.code.sf.net/p/kaldi/code/trunk/egs/babel/s5c

guage model is trained using SRILM toolkit [21] on the refer-
ence transcriptions of the acoustic training data consisting of
approximately 10K utterances and 74K words. The language
model vocabulary contains 10K words. The performance of the
ASR and KWS systems are evaluated on a development set con-
taining 10 hours of acoustic data.

In LSTM language modeling, we use both the words and
their sub-word segmentations. The sub-word segmentations can
be obtained either with grammatical or statistical approaches.
Grammatical sub-word units are obtained with rule-based mor-
phological analyzers and statistical sub-word units are obtained
with data-driven approaches. In our research, we prefer using
a statistical approach to obtain the sub-word sequences since
statistical approaches do not require any linguistic knowledge
of the language which can be quite important in IARPA Babel
project running on multiple under-resourced languages. We use
the Morfessor algorithm [23, 24], with publicly available soft-
ware, to segment words into statistical sub-word units. Morfes-
sor algorithm utilizes the Minimum Description Length prin-
ciple while learning a representation of the language from the
given data. Segmenting the word vocabulary, 10K words, into
sub-words using the Morfessor algorithm results in a sub-word
vocabulary containing around 3K units.

We train two single-stream and one multi-stream LSTM
neural network language models using the reference transcrip-
tions of the IARPA Babel Turkish limitedLP dataset. We imple-
mented training algorithms for single-stream and multi-stream
LSTM language models using the Theano library [22]. The first
two single-stream models are trained on word and sub-word
sequences of the text data respectively. The third model is a
multi-stream model where LSTM neural network is trained on
parallel word and sub-word streams. Note that all the models
predict output sequences at the word level even in the single-
stream sub-word model. All three LSTM neural network lan-
guage models are trained using a 60-dimensional linear projec-
tion layer, a 100-dimensional hidden layer and a 10K dimen-
sional output layer. The input layer dimensions for word and
sub-word input layers are 10K and 3K respectively.

22Arısoy E, Saraçlar M (2015) Multi-Stream Long Short-Term Memory Neural Network Language Model. In: Proceedings of Interspeech, Dresden,
Germany
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Figure 1: RNN/LSTM language model architecture
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Figure 2: Compositional RNN/LSTM architecture.

be ignored. In the additive approach, the weight matrix is used
to sum the concatenated projection vectors and the second stack
layer is a d-dimensional vector. Then the projection layer is fed
to the recursive hidden layer and the hidden layer is followed by
two output layers: (i) stem output layer for predicting the prob-
ability of the stem given the history, (ii) ending output layer for
predicting the probability of the ending given the history. After
predicting the probability distribution over the predicted stem,
a linear projection is applied to the stem output layer and a d-
dimensional projection layer is obtained for the predicted stem.
This projection layer is also fed to the ending output layer to
predict the probability of the ending. The ending output layer
also predicts the probability of the existence of an ending since
the predicted word might consist of a stem only. The empty end-
ing symbol, �, is not included in the softmax operation for the
endings. The probability of the predicted ending at the output
layer is computed as follows:

P (et | st, st�1, et�1, ht�2)

=

8
><
>:

P (� | st, st�1, et�1, ht�2) for no ending,
(1 � P (� | st, st�1, et�1, ht�2))

⇥Pe(et | st, st�1, et�1, ht�2) otherwise.

Finally the probability of stem and the ending given the history
is computed as follows:

P (st, et | st�1, et�1, ht�2) = Ps(st | st�1, et�1, ht�2)

⇥ P (et | st, st�1, et�1, ht�2).

The proposed architecture allows us to distinguish between the
vector spaces for stems and endings so that the neural network
might learn the groupings of similar stems and similar endings
separately.

3. Experimental Results
3.1. Baseline ASR System

In our research, we used word and stem+ending based LVCSR
systems developed for automatic transcription of Turkish
Broadcast News (BN). The acoustic model was built on a Turk-
ish BN corpus containing 184 hours of BN recordings with

Table 1: WERs for the word and stem+ending baseline systems.

Models Heldout (%) Test (%)
Baseline (word) 12.4 13.4
Baseline (stem+ending) 11.7 12.8

Kaldi [19] using deep neural networks. Separate held-out (3.1
hours) and test (3.3 hours) data were used to evaluate the system
performance. The Turkish web corpus [20] (182.3 M words)
collected from major news portals and the reference transcrip-
tions of the acoustic model training data (1.3 M words) were
used in building generic and in-domain language models re-
spectively for the BN transcription system. The word vocabu-
lary contains the most frequent 200 K words in the training data,
resulting in a 2% OOV rate on the test data. A Turkish morpho-
logical parser [20] was used to segment the words in text data
into stems and endings. A word was segmented into 1.5 units on
average. The most frequent 200K types in the segmented text
data were chosen as the vocabulary for the stem-ending-based
system, resulting in 0.2% OOV on the test data. Language mod-
els with interpolated Kneser-Ney smoothing were built using
SRILM toolkit [21]. 3-gram language models were built for
the word-based system and 4-gram language models were built
for the stem-ending-based system. Generic and in-domain lan-
guage models were linearly interpolated. The word error rate
(WER) results on heldout and test sets are given in Table 1.
Stem-ending-based system outperforms the word-based system
by 0.7% on the held-out data and 0.6% on the test data.

3.2. LSTM Language Models

LSTM NNLMs were trained on the reference transcriptions of
the acoustic model training data (1.3 M words). We have trained
a regular LSTM language model using the architecture given in
Figure 1 and two compositional language models, with addi-
tive and concatenate approaches, using the architecture given in
Figure 2. Among the 200 K types in the stem and ending vocab-
ulary, we used the most frequent 100 K types as the input vo-

23Arısoy E, Saraçlar M (2016) Compositional Neural Network Language Models for Agglutinative Languages. In: Proceedings of Interspeech, San
Francisco, USA
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Ps(st | st−1,et−1,ht−2)

Kök Sonrası Çıktı Katmanı

Pφ = P(φ | st , st−1,et−1,ht−2)

Pe = Pe(et | st , st−1,et−1,ht−2)

P(et | st , st−1,et−1,ht−2) =
{

Pφ ek yoksa,
(1− Pφ)× Pe ek varsa.
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Dil Modelinde Kullanılan Olasılıklar
P(st ,et | st−1,et−1,ht−2) =

Ps(st | st−1,et−1,ht−2)

×P(et | st , st−1,et−1,ht−2)
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Derin Öğrenme ile Dil Modelleme

Klasik Dil Modeli ile Sinir Ağı Dil Modeli Karşılaştırması
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