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1. GIRIS

TTS (text-to-speech) yazili dil sinyalini(metin) konusma
sentezleme tekniklerini kullanarak sézlu dil
sinyaline(konusma) cevirme islemidir.

One cikan bazi sentezleme sistemleri
Eklemeli Konusma Sentezi (CSS)
Birim Secimi Tabanli TTS (UTTS)

Istatiksel Konusma Sentezi (SSS)
HMM tabanli TTS (HTTS)



1. GIRIS

Sistemin karsilastirmali olarak artilari ve eksileri
UTTS

Dogal, blyuk veri tabanlari gerektiriyor, konusma
karakteristiklerini degistirmek zor.

HTTS

Daha az dogal, kaynak gerektiriyor, konusma karakteristiklerini
degistirme acisindan esnek

Arastirmacilar iki sistemin de avantajlarini
kullanabilecek melez tasarimlar tGzerinde duruyorlar.

Morfolojik olarak zengin diller icin, temel HTTS
sisteminin kalitesini klicik UTTS sistemleri
kullanarak gelistirmeyi amaclayan melez bir sistem
onerdik.
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2. BIRIM SECIMI TABANLI TTS (UTTS)

Birim Veri Tabani (UDB): Kaydedilmis konusmalardan
bolinmis konusma birimleri veri tabani.
Birim: Alt-fonem, fonem, ikili ses, karisik blyuklik, vs

Verilen bir cimlenin sentezlenebilmesi icin konusma
birimlerinin en uygun sirasi UDB’den secilir.
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2. BIRIM SECIMI TABANLI TTS (UTTS)

En uygun sira toplam maliyeti en az siradir.
Toplam Maliyet=) (Hedef Maliyetleri)+)> (Ekleme Maliyetleri)

S A Konusma en uygun
ITA siradaki birimlerin en

az sinyal isleme ile

T. T eklenmesiyle
olusturulur.
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3. HMM TABANLI TTS (HTTS)
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Konusma Veritabani 1 Konusma
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3. HMM TABANLI TTS (HTTS)

Tanimlayici Etiketler

Fonem
seviyesl

Hece
seviyesl

Kelime
seviyesl

Deyis
seviyesi

Sozce(utteranc
e) seviyesl

Tonlama

Once ve sonra gelen fonemler

Fonem sayisi, onceki siveler ve vurgular; glincel,
sonraki heceler.
Gilincel kelimedeki sira.

Onceki, glincel, sonraki kelimelerin hece sayisi.
Glincel deyisteki sira.

Hece sayisi; onceki, gtincel, sonraki deyislerdeki
kelimele.
Gilincel deyisin s6zcedeki sirasi.

Hece, kelime ve deyislerin sozcedeki sayisi.

vurgu, accent in syllables TOBI end tones
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3.1 PARAMETRE URETIMI VE SENTEZI

Egitilmis model parametreleri A olarak verilsin. O = {o1,
02, ..., oT } seklinde bir parametre dizisi asagidaki sonsal
(posterior) olasiligl en fazla yapacak sekilde uretilebilir.

O’yu tum olasi yollardan en fazla

O =argmax, p(O| A) yapmaya calismak zor bir
Q problem. Bu yuzden onu en iyi
) — (n) | olan g Uzerinden en fazl
O =argmax, ) p(0,q"" | A) yol olan g uzerinden en tazla
n=1 yapmaya calismak daha basit

olacaktir. @ durum surelerinin

. Q
O =argmax, Zp(O 16", A)p(g"™ | A) dagilimini en fazla yapacak

n=1 sekilde secilebilir.

\ G=argmaxp(q" | A)
O =argmaxp(0|§,A) !

t=1

-
0= argmax[HP(O; H, 2, )J
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3.1 PARAMETRE URETIMI VE SENTEZI

Cerceveler arasinda bir kisitlama olmadigindan; ¢c6zim
bir durumun bitin cercevelerinin, durumun dagiliminin
ortalamasina esit oldugu bir parametre dizisi yaratir.

O = {1ty tly, oo g }
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3.1 PARAMETRE URETIMI VE SENTEZI

Uretilen bu parametreler dogalligi ciddi bir sekilde
disitren dinamiklikten yoksundur. Denklemi yeniden
dizenleyerek dinamikligi uygulatabiliriz.

O=WC W tlrev matrisidir

C= argmax p(WC|q,A)

Olog(p(WC|q,A))

aC e
T T T
M=, , o ,enes g ]
¢6zUm U =diag[Z,",2 },..... 2. ]

w'u'wc=w'u'm

* Bu ¢6zim, maksimum olabilirlik parametre tretimi seklinde ifade edilir.(MLPG)
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3.1 PARAMETRE URETIMI VE SENTEZI

MLPG’den yaratilmis yoringe dinamik ve
ortakdegiske(covariance) kisitlarini yansitir.

Konusma parametreleri Uretildiginde final konusma ses
kodlayici(vocoder) tarafindan sentezlenebilir.
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4.1 UTTS ve HTTS KARSILASTIRMASI

Esneklik

UTTS

- UTTS sistemleri donusiim yapabilme kabiliyetine sahip olmalarina
ragmen HTTS kadar esnek degildirler.

HTTS

- HTTS nin parametrik yapisi ses karakteristiklerini, duyguyu ve
konusma tarzini degistirmek icin cok uygun bir altyapi yaratir.



4.1 UTTS ve HTTS KARSILASTIRMASI

Kalite/Dogallik

UTTS
UTTS, HTTSye kiyasla daha kaliteli konusma yaratir.

Birim sinirlarinda ani bozulmalar meydana gelebilir.

HTTS

UTTS’de boyle bir endise olmamasina kiyasla HTTS de ses liretimi
heniiz optimal degildir.

Ote yandan HTTS, sinir bozucu bozulmalari yok eden, diizgiin
parametre yoriingeleri yaratir.

Fakat, fazla diizgiinlestirme Uretilen sesin dogalliginin bozulmasina
neden olabilir.
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4.1 UTTS ve HTTS KARSILASTIRMASI

Kaynak Gereksinimleri

UTTS

Verilen bir alandaki birimleri yeterince kapsayabilmek adina
kaydedilen konusmanin ciddi bir blimi ¢alisma siiresi(run time)
boyunca erisilebilir olmak zorundadir.

HTTS

Egitim asamasinda modellerin istatistigi hesaplandiktan sonra
sentezleme boyunca veri tabanina ihtiyac yoktur. Sadece modeller
saklanir. Ayrica, genellikle HTTS sistemlerinde kullanilan veri
tabaninin buyukligi UTTS dekilere kiyasla cok daha kuclktur.

Istatiksel model egitimi daha az veri gerektirir.
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4.2 MELEZ YONTEMLER

Literatlirde cesitli melez tasarimlar dne suridlmustur.
Algoritmaya bagl olarak bunlar birkac¢ grup altinda
toplanabilir.

HMM Yonlendirmeli Birim Secimi
HMM ile Birimleri Diizglinlestirme
HMM-gudimlua sistemler
Bolutleri karistirma

Birlestirme
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4.2.1 HMM Yonlendirmeli Birim Secimi

Rouibia ve Rosec HMM'’leri (mfcc, ses perdesi,
enerji) birim secimi icin akustik hedeflerini
yaratmak amaciyla kullanmistir.

Sentezlemede HTTS sistemlerinin stresi durum
olasiligiyla dogru orantili olacak sekilde ayarlanir.

Akustik parametreler MLPG ile yaratilir.

HMM ile Gretilen akustik parametreler maliyet
hesaplamalari icin ikili ses(diphone) buyiikliigiinde
birimlere boluniir.

Isleri kolaylastirmak adina her bir birim icin en iyi N
aday belirlenir. (DTW)

En uygun birimlerin dizisi ses perdesi sapmasini en
aza indirgemeye calisan dinamik aramayla
belirlenir.
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4.2.1 HMM Yonlendirmeli Birim Secimi

Yang ve arkadaslari HMM’leri ayrica (spektrum ve ses
perdesi) hedef maliyet formiillerinde kullanmislardir.
Fonemler viterbi ile egitilmis HMM’leri kullanarak
hizalanir. Ardindan ayrica stire HMM'’ini de yeni hizalandirma
ile egitmislerdir.

Her bir birimin igerigini, dogal dagilimini,C_, ,
yakinsamaya yarayan UDB seklinde tutmuslardir.

Sentez asamasinda, en az log olabilirlik oranh (LLR, basit
ML degil) K-en iyi birimler secilir.

Varsayim sentetik ortalamanin dogal olmadigi,
HMM(dogal olmayan) ortalamasindan olabildigince en

uzak OlmaSE]", erm' (p(on |Cnat,n) - p(on |Chmm,n)) Ws elle

all_ feature _sets ayarlanir

LLR(Un) =
Final konusma dalga formunu yaratmak amaciyla segilen

birimler(viterbi) capraz-sonme teknigi kullanarak eklenir.
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4.2.1 HMM Yonlendirmeli Birim Secimi

Pan ve arkadaslart HMM’leri ayrica; spektrum, FO, guc,
ve sure ile maliyet hesaplamalarinda kullanmislardir.

Sentezleme asamasinda, 4 parametre seti icin MLPG ile
parametre uretmislerdir.

Bir birimin hedef maliyeti Uretilen ve aday birim
arasindaki Oklid mesafesinin ortalamasidir.

TC(U) = dgpe +dpg +dgy +d
Ekleme maliyeti uzaklik tabanl olarak hesaplanir. 4 FO
istatistigi (baslangic, bitis, baslangic turevi, bitis tlrevi)
ve bir spektrum kullanmislardir.

guc + sure

En uygun dizi viterbi ile belirlenir.
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4.2.1 HMM Yonlendirmeli Birim Secimi

Tarif edilen sistemlerin bir ortak noktasi hepsinin HMM
egitimlerinde ML hesaplamalari kullanmasidir.

HMM tabanli birim secimi sistemlerini gelistirmek icin
Ling ve Wang minimum birim secimi hatasini(MUSE) one
surmuslerdir.

Genel tasarimda iki problemi tanimlamislardir.

HMM’lerin agirliklart manuel islemlerle ayarlanir.

Birim secimi icin ML kistasinin kullanimi ne derece 6nemlidir
Egitim verisi icin, secilmis ve dogal birim dizisi
arasindaki farkl birimlerin sayisi olan Birim Secim
Hatasi’ni(USE) tanimlamislardir.

Birim secimi hedef fonksiyonunu yeniden yapilandirip
USE’yi formiule yerlestirmislerdir. Genel olasiliksal
inisi(GPD) kullanarak ve USE’yi en aza indirirerek HMM
parametrelerinin model agirliklarini yinelemeli sekilde
en uygun hale getirmislerdir.
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4.2.2 HMM ile Birimleri Duzgunlestirme

HMM tabanli sistemlerin 6nemli bir 6zelligi de diizgun
yoriingeler yaratabilme kabiliyetidir.

Bu yontem birimleri duzgunlestirmek icin kullanilabilir.

Bir dezavantaj

HMM iskeletine uymak icin parametrik konusma modeli
benimsenmistir. Kalitede kayip.
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4.2.2 HMM ile Birimleri Duzgunlestirme

Plumpe ve arkadaslari, dlizgiinlestirme algoritmalarini
secilmis birimlerin LSP parametreleri icin kaynak
parametreleri degistirmeden uygulamislardir.

Verilen bir cimle HMM’i icin ML ¢6zUmU asagidaki
denklemin minimize edildigi haline indirgenebilir. (
kosegen esde;’giske(eovarinee) matrisi ile, i.i.d varsayimi altinda)

D MLPG’de

f 53 =07 b0, (=) 0 D
p=1 t=1 c (t) AO' (t)

Fikirleri, eklemeli konusma sentezinde bulunan dogalligi

korumak amaciyla, HMM ortalamalari yerine pigin

gercek konusma boluntulerinin LSP vektorlerini
kullanmaktir.

Dlzglnlestirme seviyesi D parametresinin
ayarlanmasiyla belirlenebilir.
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4.2.2 HMM ile Birimleri Duzgunlestirme

Wouters ve Macon benzer bir HMM formadlizasyonunu
birim flizyonu icin kullanmistir(ilave interpolasyon ile).
Iki birim tipi 6ne strtlmustur.

Ekleme birimleri iki ses buyukligtindedir ve anlamsiz
kelimelerden toplanmistir. Flizyon birimleri bir ses

buyukligundedir ve normal sd6zcelerden(utterance) elde
edilmistir. FUZYON BIRIMI

“
ﬁ

Re—

EKLEME BIRIM| sy =, | EKLEME BIRIMI
5\

1
0 N INTERPOLASYON

‘ FONKSIYONU

BIRLESTIRILMIS

_—__i_ KONUSMA



4.2.3 HMM gudumla sistemler

Gelenegin aksine, bu tip sistemler HTTS sistemlerini
gelistirmek adina konusmanin dogal boluntulerini veya
dogal parametrelerini kullanirlar.

33



4.2.3 HMM gudumla sistemler

Raitio ve arkadaslari, sentezlemede HTTS sistemlerindeki
kaliteyi gelistirmek amaciyla sentetik uyarilmaya en yakin
on depolanmis uyarilma sinyalini kullanmislardir.

HMM'’leri su alti parametre ile egitmislerdir.

FO, enerji, Harmoniklerin gurultiye orani, Harmonik
buyuklukleri, kaynak spektrumu, ses yolu spektrumu

Ayrica girtlaksi kaynak vurumlarindan veri tabani
yaratmislardir ve her bir vurumu bu 6 parametre ile
iliskilendirmislerdir.

Sentezleme boyunca; cuimle HMM’de her bir HMM icin en
iyi girtlaksi kaynak vurumu, hedef(LL) ve ekleme
masraflarinin(RMS) ortak masrafini en aza indirerek secilir.

Sentezlenen konusma, se¢ilmis kaynak vurumlarini ve
HMM tahminli vokal ses yolu filtresi katsayilarini kullanan
lpc ses kodlayici tarafindan elde edilir.
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4.2.3 HMM gudumla sistemler

Gonzalvo ve arkadaslari HTTS egitmislerdir. Sentezleme
asamasinda, HMM tabanli birim secim moduld, en
uygun birim dizisini verilen metin icin belirler.

Diger bir modul MLPG kullanarak konusma
parametrelerini yaratir.

HMM’den Uretilen parametre ve en uygun birim dizisi
arasindaki hatay! en aza indirmek amaciyla Bolgesel
Minimum Uretim Hatasi’ni (LMGE) éne siirmuslerdir.
Bunlar DTW ile uygunluk gosterir.

Hizalamadan sonra, HMM modelinin ortalamasi ve
degisimi 6ne surulen yinelemeli algoritma ile
glincellenir. Sonunda MLPG gtincellenmis modeller ile
cahistirilir.
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4.2.4 Boluntuleri karistirma

Bu tarz sistemler seyreklik problemlerini ¢c6zmeyi
Onerirler.

One surulen algoritmalar adreslemeyi amaclasa bile
dogal ve sentetik konusma arasindaki degisim halen
problemdir.
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4.2.4 Boluntuleri karistirma

Aylett ve Yamagishi dogal birim veri tabanina yardim
etmek icin HMM tabanli konusma sentezinden
yaratilan yardimci bir birim veri tabani kullanmayi
onermislerdir.

Veri seyrek ve ekleme maliyetleri yluksek oldugunda
dogal olana ek olarak bu sentetik veri tabanini
kullanmislardir.

Sonra Cereproc’s sistemlerinde, bu karistirilan birimler
hatasiz bir sekilde sistemlerine eklenmistir. (ticari trtn)
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4.2.4 Boluntuleri karistirma

Pollet ve Breen Cok Bicimli Bolintu (MFS) sentezi
sistemlerini tanimlamislardir. Bir MFS dizisi, sirasiyla
orijinal ve HMM ile Uretilmis birimler olarak
sayilabilecek, taslak ve model béltntilerinin karma
dizisidir.

Amac¢ model boluntulerinin insan algisinin dusiik
kaliteye duyarh olmadigi konusma parcalarinda
kullanimidir. Secimi otomatize etmek adina bu tarz

verlerde model béltntualeri icin dustiik maliyet kullanilir.

Ik olarak, iki dizi yaratilir: en uygun taslak dizi ve en
uygun model dizi. En uygun MFS dizisi viterbi ile
belirlenir.

Konusma ekleme ile yaratilir.
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4.2.5 Birlestirme

Taylor iki ydntemin birlestirilmesini arastirmistir.

HMM tabanli ve birim se¢imi tabanli sentezleyiciler icin
ortak taban yaratmak amaciyla cok genel bir HMM
iskeleti tanimlamistir.

Birlestirme adina

Birim secimi sistemini bir HMM iskeletinde sunabilmek
amaciyla, birimler icin mikemmel konusma dalga formlari
verine parametrik konusma modelleri kullanilir.

Veri tabaninda ayni icerige sahip birimler icin birim-HMM
agini tanimlamistir. Bu ylzden butln veri tabani her bir
icerik icin bir birim-HMM agi olacak sekilde kiimelenmistir.
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4.2.5 Birlestirme

Sonra, 1/N olan ilk durumun kolunun olasiliklarinin
haricinde butln gecis olasiliklari 1’e esitlenir. Her bir
birim-HMM agi yalnizca veriyi bilgi kaybi olmadan
hatirlar. Bu ilk bicimde, saf olarak birim se¢imi
iskeletini temsil eder.

Gozlemler H H ” ” |:| |:|
(cerceveler)

Cerceveleri farkli topolojiler altinda kiimeleyerek,
HMM aginin herhangi bir seviyesi bu saf birim
secimi agindan uretilebilir.
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5. ONERILEN MELEZ SISTEM

Literatlirdeki cogu melez sistem, temel UTTS
sistemlerinin kalitesini HTTS tekniklerinin yardimiyla
gelistirmeye odaklanmistir.

Kendi melez sistemimizde, amag¢ morfolojik dillerin
avantajlarindan yararlanarak; HTTS sistemlerinin
kalitesini gelistirerekten ses veri tabani boyutunu kuguk
tutmaktir.

Fikir TUrkce'ye uygulanmasina ragmen herhangi
morfolojik olarak zengin bir dil icin kullanilabilir.
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5.1 TEMEL HTTS SISTEMI

Bir HTTS sistemi, onerilen melez tasarim icin; HTS ile,
temel sistem olarak kullanilmak tzere egitilmistir.
(HTS: http://hts.sp.nitech.ac.jp/)

Pes pese bircok metin isleme algoritmasi
Normalleyici modilu icinde kaydedilmis konusmayi
yaziya cevirme icin kullanilmistir. Bu modul
numaralar, glinler, noktalama isaretleri vs.
meselesini adresler.

Telaffuz Etme Modeli ‘CART’(Classification and
Regression Tree) tarafindan ele alinmistir. Vurgu
modeli icinse harici bir arac kullaniimistir.

IcerikEtiketleyici(ContextLabeler) her bir ciimle icin
etiket dosyasi yaratir. Etiketin her bir satiri sozcedeki
bir fonemin icerik bilgisine karsilik gelir.
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5.1.1 ETIKET YAPISI
Etiketlerde kullanilan bilgiler.

Fonem seviyesi

Hece seviyesi

Kelime seviyesi

Deyis seviyesi

SOzce seviyesi

iki dnceki, giincel ve iki sonraki fonemler; giincel
hecedeki pozisyon(ileri, geri); ekleme bilgisi

Onceki, glincel, sonraki hecelerdeki fonem sayisi.
Guncel kelimedeki pozisyon(ileri, geri). Vurgu bayragi.
Vurgulanan heceye(onceki, sonraki) olan mesafe.

Kelimelerdeki(onceki, gtincel, sonraki) hecelerin sayisi.

Guncel deyisteki sira.

Hecelerin, kelimelerin deyisteki(énceki, glincel,
sonraki) sayisi. Glincel deyisin s6zcedeki sirasi.

Hecelerin, kelimelerin, deyislerin s6zcedeki sayisi.
Cumle tipi icin bir bayrak
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5.1.2 TELAFFUZ VE VURGU MODELLEME MODULU

Turkce'nin G2P (grapheme-to-phoneme) eslesmelerini
modellemek icin bir telaffuz sozltkcesi(lexicon)
kullanarak CART modeli egitilmistir. Sonra, G2P
cevirmeleri CART kullanarak yapilmistir.

Vurgu modelleme icin, harici bir ara¢ kullanilmistir. Bu
melez sistemlerin morfem analizi icin kullanilan arac ile
aynidir.

(K. Oflazer and S. Inkelas, “A finite state pronunciation lexicon for Turkish,” in
Proceedings of the EACL Workshop on Finite State Methods in NLP, Budapest,

Hungary, vol. 82, pp. 900-918, 2003)
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5.1 TEMEL HTTS SISTEMI

- Cumleden etikete

“Dr.
Ekre Normalleyici
m’e

doktor ekreme, oniic otuzda gidin

A 4

13:3
O.da (Telaffuz + Vurgu)
g'm Modeller

0ZU_0001.txt

Icerik Etiketleyici

0ZU_0001.lab

rhe-m+e=ssil@1_2/A:x_X_2/B:x-x-2@3-1&5-1#x-XSx-X!x-X;x-X | €/C:x+x+1/D:x_2/E:x+3@2+1&x+x#x+x/F:x_0/G:0_0/H:5=2@1=2|x/I:7_3...
e m-e+ssil=0@2_1/A:x_x_2/B:x-x-2@3-1&5-1#x-XSx-X!x-X;x-x | €/C:x+x+1/D:x_2/E:x+3@2+1&x+x#x+x/F:x_0/G:0_0/H:5=2@1=2|x/I:7_3 ...
mAe-ssil+o=n@x_x/A:X_X_2/B:X-X-X@X-X&X-XHX-XSX-X!X-X;X-X | X/ C:x+x+3/D:x_3/E:x+X@x+X&x+x#x+x/F:x_3/G:5_2/H:x=x@1=2|x/1:7_3 ...
enssil-otn=uh@1_1/A:x_x_2/B:x-x-1@1-2&1-7#x-XSx-X!x-X;x-x| 0/C:x+x+3/D:x_3/E:x+2 @1+3&x+x#x+x/F:x_3/G:5_2/H:7=3@2=1 ....
ssilfo-n+uh=ts@1_3/A:x_x_1/B:x-X-3@2-1&2-6#x-XSx-Xx!x-x;x-X | uh/C:x+x+1/D:x_3/E:x+2@1+3&x+x#x+x/F:x_3/G:5 2/H:7=3@2=1 ...
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5.1 TEMEL HTTS SISTEMI

Deneyler

Sistem; 24 LSF, 1 log FO katsayisi ve 5 ses glicu
parametreleriile 30 boyutlu vektorler tarafindan
egitilmistir. Ses glcleri, O ile 8000 Hz arasinda esit
aralikli 5 spektral bant icin normallestirilmis oto-
korelasyon kullanarak hesaplanmistir.

Test icin 37 cimle haber alanindan, 66 cimle roman
alanindan secilmistir.

17 dinleyici MOS kalite testini yapmistir
Ortalama 3.27, medyan 3
Sapmal
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ICERIK

1. Giris
2. Birim Secimi tabanl TTS

3. HMM tabanh TTS

4. Melez sistemler
1.  UTTS ve HTSS karsilastirmasi
2. Melez yontemler

5. Onerilen melez sistem
1.  Temel HTTS sistemi
2. Melez tasarim— Genel degerlendirme
3. Morfem Secim Algoritmalari

6. Deneyler ve sonuclar




5.2 MELEZ TASARIM — GENEL DEGERLENDIRME

Morfolojik olarak zengin dillerde, bircok farkli kelime
kisith morfem seti kullanarak ayni kdkten Gretilebilir.

Onerilen sistemde en ¢ok tekrar eden morfemlerin veri
tabani egitimde yaratiimistir.

Sentezde, en iyi oturan morfemler 6nerilen morfem
secimi algoritmasini kullanarak secilmistir.

Sonra; sec¢ilen morfemler, 6nerilen parametre uretimi
algoritmasiyla parametre uretimi asamasini gelistirmek
amaciyla HTTS de kullaniimistir.
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5.2.1 MORFOLOJIK ANALIZ

“kazanabilecegini” s6zcugunin morfolojik analizi

kazanabilecegini (k a z a n)kazan+Verb+
Pos(a b i |)"DB+

Verb+Able(e dZ e) DB+
Noun+FutPart+A3sg(G i)+

P3sg(“n i)+Acc

Sondan ekler/Morfemler: abil, ece, gi, ni
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5.2 MELEZ TASARIM — GENEL DEGERLENDIRME

Konusmaciya KDT u;.m“ ?Fwa
‘ Bagli - Bagh EZitim '
! Konusma Veri H
.| Tabar SIS s e e e e e :
' i
' |
: A e Bl '
' cl o :
1
: r i : w :
i i (]
' f'-:lflﬂ.lr‘fﬂlﬂj |_k : ; ' L Karar '
; Cozumleyici | | i ABac i
! i | * | Etiketleyici !
i % (]
i . i
H y H :
: L0 2R ' i - i
i I ' i
: Zorunlu : ' Morfolojik !
‘ Hizalama | | | Cozimleyici Dinamik :
! ! ! MLMS ] Zaman 1
i - . Blkimo i
; L 4 & o v :
: son ek b1 | sonek | :
i Analizi | H Secimi h J ¥y !
e HMM '
' : i Parametre !
H ! : MASVA Uretimi i
i g . :
: Son ek ! i ¥ i
. Veri Tabani | ! i Ses Kodlayia |+
1 1 L] L]
' i ¥ [
i Egitim E . Sentezr |
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5.2.1 MORFEM SECIM ALGORITMALARI

Bu calismada; ilk olarak, maksimum olabilirlik tabanli
hedef maliyeti, se¢cim icin hicbir ekleme maliyeti
olmadan kullanildiginda sistemin davranisi incelenmistir.
(MLMS).

MLMS yonteminin test sonuclari analiz edildikten sonra,
cikarilan dersleri kullanarak, diger bir morfem secim
algoritmasi gelistirilmistir (MSVA). Yeni algoritmada ML
tabanli hedef maliyetleri yerine ses perdesi ekleme
maliyetleri kullaniimistir. Hedef maliyetleri, karar agaci
tabanli morfem filtreleme algoritmasi ile
degistirilmistir. Filtreleme asamasindan sag kalan
morfemler daha sonra Viterbi algoritmasi ile secilir.



5.3.1 MAKSIMUM-OLABILIRLIK TABANLI MORFEM SECIMI
(MLMS)

w-ML 6lcusl, ekleme etrafindaki durumlarin

agirhiklarini daha fazla yaparak ekleme noktalarini
duzgunlestirmeye yardimci olur.

LSF ve LFO icin olan hedefler bagimsiz olarak secilir.

LSF Hedef Secimi

En fazla w-ML’li birim o son ek icin hedef olarak secilir.
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5.3.1 MAKSIMUM-OLABILIRLIK TABANLI MORFEM SECIMI

(MLMS)

LSF Parametre Uretimi

54

Bir son ekin her bir durumunun ortalamasi hedefteki en
vakin gergeve ile degistirilir. Mesafe log olabilirlik ile dlculur.
(Eger log-olabilirlik degeri esik degerden fazla ise)

Ilk LSF parametresi yoringeleri

/

/

/| — HTS

Melez |
HTS Degisimi HTS Ortalamasi

Melez Degisimi Melez Ortalamasi

340 345 250 =5

30

e Uretilen ydriingenin ortalamadan
gegecegini garanti etmek icin, her
bir durumun orta cercevesi Q'ya
esitlenir.



5.3.1 MAKSIMUM-OLABILIRLIK TABANLI MORFEM SECIMI
(MLMS)

MLMS test sonuclarini analiz ettikten sonra, su
gozlemler yapilmistir

Olabilirlik tabanl hedef secimi, degisimi ve dolayisiyla
dogalligi distiren dizglin yorungeleri 6nemli derecede
tercih etmistir.

Ses perdesi ve LSF parametreleri i¢in ¢esitli morfemler
secilmistir. Fakat, bu ikisi arasindaki eslesmezlik kalitede
onemli derecede azalmaya neden olmustur.

Vurgulanmis heceler boyunca dinleme testlerinde gelisim
algilanmustir. Bu yizden, vurgulanmis heceler boyunca hizli
ses perdesi degisimlerini iyi modelleyebilen melez
sistemlerin tasarimi 6nemli bulunmustur.

55



5.3.2 VITERBI ALGORITMASINI KULLANARAK MORFEM SECIIVII
(MSVA)

ML tabanli hedef maliyetleri dlizglin yéringeleri
tercih ettiginden, ses perdesi degisimleri dinleyici
tercihinde en buyuk etkiyi yaratmistir, MSVA
algoritmasi sadece ses perdesi yorilingelerinin
ekleme maliyetlerine odaklanmistir.

Hedef maliyetleri karar agaci tabanli morfem
filtreleme algoritmasi ile degistirilmistir. Filtreleme
asamasindan sag kalan morfemler daha sonra
Viterbi algoritmasini kullanarak secilmistir.

Ses perdesi konturlarinin secildigi ayni boluntulerin
LSF konturlarini kullanmanin iyi performans verdigi
bulunmustur. Boylece, ses perdesi ve LSF konturlari
MSVA yontemindeki aynt morfemden elde
edilmistir.



5.3.2 VITERBI ALGORITMASINI KULLANARAK MORFEM SECII\/II
(MSVA)

Karar agaci tabanl on filtreleme

Viterbi’deki agin boyutunu kiigliltmek ve daha igeriksel
eslesme icin her bir morfemin seciminde kicuk karar agaci
kullanilmistir. Agactan donduirilen morfem kimesi
hesaplamalarda kullaniimistir.

Sorular agacin yaratilmasinda kullaniimistir

Hece Seviyesi Vurgu:
Morfemai iceren hecenin vurgu seviyesi
nedir?

Kelime Seviyesi Kelimedeki sira:
Morfem kelimenin sonunda mi?

Deyis Seviyesi  Deyisteki sira:
Morfemi iceren kelime deyisin sonunda
mai?
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5.3.2 VITERBI ALGORITMASINI KULLANARAK MORFEM SECIMI
(MSVA)

MLMS yonteminde, ekleme dikkate alinmadigindan
bltln son ekler bagimsiz olarak secilir.

MSVA’da, ekleme dikkate alinir. Bu yizden, son ekler
grafik seciminden secilmelidir (viterbi).

Kok kelime icin alternatif yoktur, fakat son ekler icin
morfem veri tabaninda ¢cok sayida aday vardir.
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5.3.2 VITERBI ALGORITMASINI KULLANARAK MORFEM SECIMI
(MSVA)

En iyi morfem dizisi, Viterbi algoritmasiyla, grafikten ses
perdesinin toplam ekleme maliyetini en aza indirerek
secilir.

Ekleme maliyeti agirhiklandirilmis Oklid mesafesi olarak

hesaplanir. & i

By

u

., | &

Sinirda gerektigi zaman lineer interpolasyon.
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ICERIK

1. Giris
2. Birim Secimi tabanl TTS
3. HMM tabanli TTS

4. Melez sistemler
1.  UTTS ve HTSS karsilastirmasi
2. Melez yontemler

5. Onerilen melez sistem
1.  Temel HTTS sistemi
2. Melez tasarim— Genel degerlendirme
3. Morfem Secim Algoritmalari

6. Deneyler ve sonuclar




6. DENEYLER vE SONUCLAR

Butun sistemler; 24 LSF, 1 log FO katsayisi ve 5 ses glici parametrelerini
iceren 30 boyutlu vektorler ile egitilmistir. Ses glcleri, O ile 8000 Hz arasinda
esit aralikli 5 spektral bant icin normallestirilmis oto-korelasyon kullanarak
hesaplanmistir.
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6. DENEYLER vE SONUCLAR

MLMS Algoritmasi performansi
» AB tercih testi yapilmistir

» Testte 50 test cimlesi kullaniimistir
o 17 insan testi yapmistir

Tercih carpici degildir (pearson testi, 6nemli alanda az
olarak).

Ay

Temel

Melez

0,00 0,10 0,20 0,20 0,40 0,50
Tercih (28)
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6. DENEYLER vE SONUCLAR

MSVA Algoritmasinin Performansi — Sadece Ses Perdesi
» AB tercih testi yapilmistir

» Testte 30 test cimlesi kullaniimistir
o 10 insan testi yapmistir
Onemli bir tercih vardir

Temel

Melez w—

0,00 0,10 0,20 0,30 0,40 0,50 0,60 0,70
Tercih (26)
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6. DENEYLER vE SONUCLAR

MSVA Algoritmasinin Performansi — (Ses Perdesi + LSF)
» AB tercih testi yapilmistir

Testte 30 test cimlesi kullaniimistir

10 insan testi yapmistir
Sadece ses perdesi olandan iyi

Ayni

l

Ses Perdesi

Ses Perdesi
—
o LsF m—

0,00 0,10 0,20 0,320 0,40 0,50 0,60

l

Tercih (%)




65

6. DENEYLER vE SONUCLAR

- MSVA Algoritmasinin Performansi

o Melez MSVA yontemi ve temel sistemler icin
spektrogramlarin karsilastirmasi. Morfemler ve
sinirlari figiirde belirtilmigtir.

temel
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6. DENEYLER vE SONUCLAR

Sonuc

MSVA algoritmasi ses perdesi degisimlerini MLMS
algoritmasindan daha iyi modellemekle kalmayip MSVA
yontemiyle secilmis morfemlerin LSF yoriingeleri morfem
icerigine daha iyi uyum saglamistir ve kaliteyi gelistirmeye
yarayan daha az diizgtinlestirmeyi gerektirmistir.

Temel HTTS sistemi performansi cogunlukla konusma
parametrelerindeki daha fazla degisimlerin yardimiyla
gelistirilmistir ve bu cogunlukla ses perdesi i¢eriginde
onemlidir.
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6. DENEYLER ve SONUCLAR

- Ornekler

Temel MSVA MSVA
(sadece ses perdesi) | (ses perdesi + Isf)

Cimle-1

Cimle-2 g ¢ g
Cumle-3 e & &




KONUSMACIYA UYARLANMA




ONCEKi CALISMALAR

- ki yaygin konusmaci adaptasyonu ydntem:i:
o Lineer regresyon tabanli adaptasyon

« Kisitlandirilmis maksimum olabilirlik lineer regresyonu
(CMLLR)[Gales, 1998]
« Kisitlandirilmis yapisal maksimum sonsal lineer regresyonu
(CSMAPLR) [Yamagishi, 2009]
- Ozses(Eigenvoice) tabanli adaptasyon
« SSS icin 6zsesler [Shichiri, 2002]
« Kime adaptasyonu egitimi (CAT) [Gales, 2000]
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LINEER REGRESYON TABANLI ADAPTASYONLAR

* CMLLR
> Asir uyumlamaya(overfitting) egilimlidir
o CMLLR durumunda eslenik onsel yoktur.

o Duzgunlestirme sayim teknikleri kullanilabilir [Breslin,
2010]

* CSMAPLR
o Kicuk adaptasyon verisi boyutlari icin daha gtvenilirdir.

* Cunkl sonsal dagilim kullanir.
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DUZGUNLESTIRME SAYIM TEKNIGI

* Lineer regresyon donusimu hesaplamasiicin gereken istatistikler
duzgunlestirilir.

* Duzglnlestirme, CMLLR ve asagidakilerden bir tanesinin
interpolasyonunu kullanarak yapilir:

> Ses yolu uzunlugu normallestirmesi (VTLN)
> Tahminsel CMLLR(PCMLLR)

71



INTERPOLASYON

* Farkl konusmacilar ve stiller arasinda interpolasyon sunun icin

kullantimistir:
> Onceden egitilmis sesler/stillerin agirliklari interpole edilmis sesin hedefe
yakin duyulmasi icin ayarlanmistir.

* Bu 6zses yontemine sunun haricinde benzerdir:

> Ozseslerin aksine, adaptasyon konusmaci-adapte sesleri interpole

ederek yapilir.
o Agirhklar el ile ayarlanir.
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ONERILEN YONTEMLER

* Biz sunlari yapan 3 yéntem dnerdik:
o Temel 6zses adaptasyonu algoritmasi kalite problemlerini distiren
o En az veri ile konusmaci adaptasyonunu daha ¢ok gelistiren

* Bayes CAT (BCAT):

o Bayes 0zses yontemini kullanir
o Yapayligi disurmek ve konusmaci uzayinda daha gercekci yonde
gitmek icin adaptasyon algoritmasini kisitlandirir.
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ONERILEN YONTEMLER

* BCAT k-En yakin-
Komsular (BCAT k-NN):

> Hedef konusmaciya yakin
onceden egitilmis referans
konusmacilari bulur.

o Sadece 2. 6zses adaptasyonu
yinelemesindeki referans
konusmaci modellerinden
yararlanir.

BCAT+ CAT
CSMAPLR CSMAPLR Egitimi
. Algoritmas1 ve On
: BCAT-KNN
* Algoritmasi
A Adaptasyonu'’
CAT v """"""
BCAT || Egitimi -
Adaptasyonu ve On kNN
1T J Secimi
TICSApIdailla
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Referans

Konusmaci
Havuzu

Adaptasyon
Verisi

Figlir: Onerilen ydntemlerin genel

gozden gecirmesi



ONERILEN YONTEMLER

BCAT algoritmasi CSMAPLR'ye kiyasla cok daha az sayida
parametreye sahiptir.

BCAT, sadece onceden belirlenmis yonlerde kaba taslak
adaptasyonlar yapabilir.

BCAT, daha fazla adaptasyon verisi mevcut oldugunda modeli
dizeltemez.

ikili BCAT / CSMAPLR Yoéntemi

o BCAT ilk 6nce hedef konusmaciya hizli bir sekilde yaklasmak icin
kullanilr.

o BCAT algoritmasi ¢iktisi, CSMAPLR algoritmasi icin yeni SI modeli
olarak kullanilir.

° Yeni SI modeli hedef konusmaciya zaten yakin
oldugundan,CSMAPLR 6n kisitlari daha az 6nemli hal alir.

o CSMAPLR daha fazla parametreler ile final modeli ince
ayarlayabilir.
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KUME ADAPTASYONU EGITiMi (CAT)

+ Ozses ydntemi konusma tanima ve SSS’de hizli adaptasyon icin
kullaniimistir.

- Ozses yonteminde, R 6zvektorler seti verilsin e, € R”, konusmaci s
icin orijinal sipervektor

M(S)=MSi+EW5 +Es (1)

E=le,e,... e;], w.konugsmaci s'nin agirlik vektoériadur, ve E, ise
yakinsama hatasidir.



BCAT K-EN YAKIN-KOMSU (BCAT K-NN) YONTEMI

* Burada daha iyi konusmaci adaptasyonuigin -, ve E
hedef 6zelinde egitilmistir.

* Onceki yinelemelerde dgrenilen bilgilerde yinelemeli BCAT
* Hedef 6zelinde parametreler asagidaki gibi egitilir.
- Ik BCAT adaptasyonu adimindan sonra

> Sonu¢ model, k en yakin-komsulari(k-NN) , referans konusmacilarin
genis havuzundan bulmak icin kullanilir.

° Bu komsular daha sonra E matrisive 2 6n dagiliminin
esdegiskesini yaratmak icin kullanilir.
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IKILI BCAT/CSMAPLR YONTEMI

» Sadece verinin saniyeleri mevcut oldugunda:

o CSMAPLR algoritmasinin adaptasyon esnekligi, transformasyon
matrislerindeki cok sayidaki serbest parametrelerinden dolay! duasuktar.

o Sadece birkag transformasyon matrisi egitilebilir.

o Lakin, BCAT algoritmasi cok daha az sayida parametre icerir.

o BCAT onceden belirlenmis yonlerde sadece kabataslak adaptasyonlar
yapabilir.
o BCAT daha fazla veri mevcut oldugunda modelleri diizeltemez.
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IKILI BCAT/CSMAPLR YONTEMI

- |kili yontemde,
> ik 6nce, hedef konusmaciya hizli yaklasmak icin BCAT algoritmasi
kullanilir.
o BCAT algoritmasi ciktisi, CSMAPLR algoritmasi icin yeni SI modeli
olarak
ku¥anilsl. modeli hedefe zaten yakin oldugundan, CSMAPLR o6nseli
tarafindan uygulanan kisitlamalar daha az 6nemli hale gelir.

o Dahasi, CSMAPLR algoritmasi modeli BCAT modeliyle mimkin
olmayacak yonlere gotirebilir.

> CSMAPLR , modeli daha fazla veri oldugunda duzeltebilir.



MGC icin RMSE
0.96 T T T

CAT
BCAT

BCAT-kNN K131
BCAT-kNN K120

0.94 Fovvvveeeeeeiiiieeee e,

0921
BCAT-kNN K70

BCAT-kNN K40

M-TnInl

0.90

BCAT-kNN K100 |

0.88

RMSE (root mean square error)

0.86

1 sn 2 sn 3 sn 4 sn
5sn

RMSE (root mean square error)

0.22

0.20

0.18

0.16

0.14

0.12

0.10

LFO i¢in

1 sn

RMSE

2 sn
5 sn

3 sn

4 sn

Figur: Farkl k degerleri icin BCAT-kNN algoritmasi performansi. %95 gliven
aralikh LFO ve MGC ozellikleri icin RMSE sonuclari. Bu sonuglara dayanarak k

MGC icin 131'e LFO icin 40'a esitlenir.
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ABX VE AB DINLEME TESTLERI

ABX testi, benzerligi 6znel olarak test etmek icin kullanilir.

Dinleyiciler, referans ornek X'e olan algilanmis benzerlige bagh olarak
A oOrnegini veya B ornegini tercih etmislerdir.

A ve B ornekleri farkl adaptasyon yontemlerinden rastgele
sentezlenmistir.

X ornekleri orijinal kaydin "sentetik kopyalaridir”.

AB testi kalite farklarini 6lcmek icin yapilmistir.

Algilanan konusma kalitesine bagli olarak dinleyiciler A veya B
ornegini tercih etmislerdir.

Her bir adaptasyon verisi buyukligu icin, bir hedef konusmaciya bir
sdzce sentezlenmistir. 10 konusmaci kullaniimistir.

Sekiz dinleyici testi yapmistir.
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Kalite
Tercihi ' ' '

1sn 2 sn 3 sn 4 sn 5 sn

Figur: %95 guven aralikh MGC ve LFO 6zelliklerinin kalitesi agisindan
oznel AB tercihi testi sonuclari.
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Figlr: %95 guven aralikli MGC 6zellikleri icin benzerlik (ABX) ve kalite

1 sn

3sn

Kalite

4 sn

—

== MGC BCAT-kNN
MGC CSMAPLR

5sn

1 sn

2 sn

T

3 sn

4 sn

5sn

(AB) acisindan 6znel tercih testi sonuclari. LFO, BCAT+CSMAPLR'e

sabitlenmistir.
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Benzerlik
100 T

' Tercihi
90

= | FO BCAT+CSMAPLR
= | FO CSMAPLR

Tercih

1sn 2 sn 3 sn

4 sn 5sn

100 Kalite
' ' Tercihi '

1sn 2 sn 3 sn

4 sn 5sn

Figur: %95 given aralikli LFO ozellikleri icin benzerlik (ABX) ve

kalite (AB) acisindan 6znel tercih testi sonuclari. MGC, BCAT-
kNN'e sabitlenmistir.
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DERIN OGRENEN AGLARLA AKUSTIK
MODELLEME




MERLIN TTS Tool

DNN-tabanli konusma sentezi i¢gin acik kaynak kodlu bir yazilim araci
Onytizde bir metin isleme aracina ve bir ses kodlayicisina ihtiyac duyar
Python ile yazilmigtir

Theano ve Tensorflow destekler

DNN model repertuari genistir

o Feedforward Networks
o RNNs(LSTM, GRU)
o  Mixture Density Neural Networks



ONE CiKAN DERIN SINIR AG TABANLI SENTEZ TEKNIKLERI

WAVENET: A GENERATIVE MODEL FOR RAW AUDIO (van
den Oord et al, 2016)

Tacotron (Wang et al, 2017)
Tacotron 2 (Shen et al, 2017)

Deep Voice (Arik et al, 2017)
Deep Voice 2 (Arik et al, 2017)
Deep Voice 3 (Ping et al, 2017)

Char2Wav (Sotelo et al, 2017)
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WAVENET: A GENERATIVE MODEL FOR RAW AUDIO

Wavenet'ten 6nce, sentez paradigmasi, 6nce akustik
parametreleri Uretip, ardindan vocoder(Voice Encoder)

yardimiyla ses dalgasini GUretmek Gzerineydi
Wavenet dogrudan ses dalgasi tUretebiliyor

Dogrudan ses dalgasini modelleyebilmesi muzik gibi
diger sesleri de Uretebilmesini mumkdin kiliyor

Imaj tretiminde kullanilan(PixelCNN) oto-regresif
yapinin sese uyarlanmasindan olusuyor

Ag yapisi birkac residual baglanti ile birlikte tamamen
convolutional aglar kullanilhyor
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WAVENET: A GENERATIVE MODEL FOR RAW AUDIO

» Dilated Causal Convolutions

Dutput
Ditation =8

Hidden Layer
Dilation = 4

Hidden Layer
Dilation = 2

Hidden Layer
Ditation =1

Input




WAVENET: A GENERATIVE MODEL FOR RAW AUDIO

» Ag yapisina genel bakis

R
[
Causal
G; M

121

1 =1

— Output
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WAVENET: A GENERATIVE MODEL FOR RAW AUDIO

Wavenet yapisinin bir andaki ses dalgasi degerinin
sadece ondan onceki degerlere bagl oldugu (causal)
varsayimi Uzerine kuruludur

T
p(x) = HLD(SE: | T1, ..., Zt—1)
Dilated t—1 liksek hesaplama
maliyetinin etkisini azaltmaya yardimci olur
Dilated convolutions sayesinde bir andaki ses dalgasini

hesaplarken bakilan girdi penceresinin buyukligu aglarin
derinligi ile Ussel oranda artar
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WAVENET: A GENERATIVE MODEL FOR RAW AUDIO

Artilar
Dogallik acisindan en geliskin seviyede
Dogrudan ses dalgasini modelleyebiliyor
Convolutional yapisi sayesinde paralel olarak calisabilir
Eksiler
Egitimi buyuk veritabanlari gerektiriyor
Hesaplama maliyeti ylksek
Endustriyel kullanim icin bu haliyle yeterince hizli degil
Ses uretimi paralel degil ardisik
lleriye dénik zamansal bilgileri degerlendirmiyor
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TACOTRON: A FULLY END-TO-END TEXT-TO-SPEECH
SYNTHESIS MODEL

Uctan uca ses sentezi modeli
Karmasik bir ag yapisi
Dikkat-tabanl encoder-decoder
Convolutional
Highway Networks
Bi-directional RNN
Residual Baglantilar
Oznitelik miihendisligi ve alan bilgisi gerektirmiyor
1984’ten bir vocoder kullaniyor
Wavenet'ten daha hizli
Yazim yanlislarina karsi giirbliz ve noktalamaya karsi duyarli
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NATURAL TTS SYNTHESIS BY CONDITIONING WAVENET ON
MEL SPECTROGRAM PREDICTIONS (TACOTRON 2)

2 fonksiyondan olusuyor

Karakter embedding’den mel-spectogram’a

Mel-spectogram’dan ses dalgasina (Wavenet’in degistirilmis bir hali)
Vocoder’un yerine degistirilmis bir Wavenet yapisi
Ag yapisinin icinde:

Dikkat-tabanl katman

LSTM

Bi-LSTM

Convolution
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DEEP VOICE: REAL-TIME NEURAL TEXT-TO-SPEECH

Baidu’nun TTS modeli

Oznitelik isleme, 6n-yiiz islemleri DNN ile modelleniyor
Ciktilar bir digerinin girdisi olacak sekilde 5 farkh ag
Performans odakli, gercek zamanli ses sentezleyebiliyor
Aglar genel olarak RNN ve CNN’lerden olusuyor
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DEEP VOICE 2: MULTI-SPEAKER NEURAL TEXT-TO-SPEECH

Benzer bir uctan uca sistem ancak dncekine gore daha hizli sentezleme
ve Uretilen ses kalitesinde artis

Onceki Deep Voice’un yaninda Tacotron’dan daha iyi performansa sahip

Tacotron’un kalitesinin bir post-islem sinirsel vocoder gelistirildigi
gosteriliyor

Cok konusmacili bir TTS sistemi olarak yiksek performans
Binlerce benzersiz ses
Her bir konusmaci icin 30 dakikadan az veri
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DEEP VOICE 3: SCALING TEXT-TO-SPEECH WITH
CONVOLUTIONAL SEQUENCE LEARNING

RNN bulundurmayan convolutional and dikkat-tabanl bir sistem
3 farkli vocoder ile uyumlu (World, Griffin-Lim, Wavenet)

Blyuk veritabanlarinda egitilmek tzere 6lceklenebilir bir model (800
saatten fazla ses)

Konusmaci embeddingleriyle calisan cok konusmacili bir TTS modeli
Muhtemel endustriyel kullanimi tarif ediliyor
Tek GPU ile giinlik 10 milyon sorguyu isleyebilir diizeyde

97



CHAR2WAV: END-TO-END SPEECH SYNTHESIS

Facebook’un uctan uca modeli

2 bilesenden olusuyor
Okuyucu
Sinirsel Vocoder

Okuyucu dikkat mekanizmasi iceren bir encoder-decoder yapisi
Encoder: girdi olarak yazi ve ya fonem alan bir bi-RNN

Decoder: cikti olarak akustik parametreler treten dikkat tabanl bir
RNN

Model sadece islenmemis yazi ve ses ile egitilebilir
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POSTFILTRE-TABANLI iYiLESTIRME
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POSTFILTER

Sentezlenen sesin kalitesi 3 ana nedenden dolayi dogal
sesten farkli olabilir [1]:

Akustik modelde kullanilan 6zelliklerin dogal sesi
temsil edecek kadar ayrintili olmamasi

Dogal sesin kalitesinin akustik modelin
genellemesinden dolayi kaybolmasi

Akustik modelin performansinin yeterince iyi
olmamasi



POSTFILTER

Analitik Metodlar
Sentezlenen ses kalitesinde artis
Akustik modelde yeni 6zellik kullanmak

Veriden Ogrenilen Metodlar
Sentezlenen ses kalitesinde artis
Akustik modelde yeni 6zellik kullanmak
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POSTFILTER

Maximum Likelihood Parameter Generation [2]

Sentezlenmis ses Ozelliklerini kullanilarak en ylksek
olasiliga sahip dogal sesi olusturmak amaclanir.

Global Variance Metodu [3][10]

Sentezlenmis ses Ozelliklerinin varyansini dogal ses
ozelliklerinin varyansina yaklastirarak akustik modelin

genellemesinden dolayi olusan kayibi azaltmaya calisir.
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POSTFILTER

Modulation Spectrum Metodu [4]
Sentezlenmis ve dogal ses parametrelerinin glic

spektrumu arasindaki farkin azaltilmasi hedeflenir.

Spectral Peak Enhancement [5, 6]

Ses spektrumunda bulunan tepe noktalari,
sentezlenmis sesin ve dogal sesin formantlari
arasindaki farki azaltmak icin kullanilir.
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POSTFILTER

Deep Neural Network-based Postfilter [7]
Recurrent Neural Network-based Postfilter [8]
Generative Adversarial Network-based Postfilter [9]



Deep Neural Network-based
Postfilter [7]

RBM Gauss dagilimini
varsayarak dogal ve
sentezlenmis sesi
modellemistir.

Spectral
Envelope
Extractor

l

Y Spectral
Envelope

L

RBM
BBAM

RBM

P

X Spectral
Envelope

Dogal Ses
Sinyali

Dogal Ses
Ozellikleri

DNN
Postfilter

Sentezlenmis
Ses
Ozellikleri

DNN-based Postfilter model yapisi
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II.

Recurrent Neural Network-
based Postfilter [8]

Mel Cepstral
Coefficient
Extractor

|

Mel Cepstral
Coefficients

Mel Cepstral
Coefficients Deltas

Dogal Ses
Sinyali

Dogal Ses
Ozellikleri

RNN
Postfilter

Sentezlenmis
Ses
Ozellikleri

RNN-based Postfilter model yapisi
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Generative Adversarial
Network-based Postfilter [9]

Dogal veya
Olusturulan

T

Discriminator

T
e S

Dogal Mel Olusturulan Mel
Cepstral Cepstral
Coefficients Coefficients
Olusturulan
= Residual Mel
Cepstral
Coefficients
Dogal Residual Sentezlenmis Mel
Mel Cepstral Cepstral —_ = Generator
Coefficients Coefficients
Y X Y
— —
Dogal Ses Sentezlenmis Z  Gurditi Sinyali
Ozellikleri Ses Ozellikleri

GAN-based Postfilter model yapisi
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(")NERILEN POSTFILTER YONTEMLERI

Spektral 6znitelikler Gzerinde sig sinirsel aglar kullanimi
Post-filter, TTS modelinden bagimsiz olarak egitilen
bir model
State ve fonem bilgisi de veriliyor
Dogalligi ve hedeflenen kullaniciya olan yakinligi
arttiriyor BA vs PF

Ses kalitesinde hafif bir disus
Baseline ve Post-filter icin ABX testi
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C)NERILEN POSTFILTER YONTEMLERI

Post-filter i¢in kime-tabanh agirlik baslatma FF vs PF+CLSI |

Eldeki konusmacilarin vektorleri k gruba kiimelenir
Her bir grup icin ayri bir post-filter egitilir
Hedeflenen konusmaci icin en uygun grup bulunur
Hedeflenen konusmaci icin uyarlanacak post-filter bu
grubun post-filter'inin agirliklariyla baslatili

Normal post-filter ve kiime-tabanli agirlik baslatmali

post-filter icin ABX testi(sagda)




PF+CL51 vs PF+ CLSI+GAN

4 -

Rl
I

(")NERILEN POSTFILTER YONTEMLERI

2

14

o -

Adversarial egitim eklentisi A, N B
Post-filter egitiminde ek olarak, dogalligi arttirmak
icin GAN’larda oldugu gibi bir adversarial hata

fonksiyonu ekleniyor
Onerilen modelin lirettigi parametreler global

varyans acisindan kesin referansa daha yakin
sonuclar veriyor

Kime-tabanl agirlik baslatmali post-filter ve ona ek
olarak GAN eklentisinin ABX karsilastirmasi(yukarida)




GAN AGLARI




TARIHI

GAN Goodfellow ve ark. tarafindan 2014 yilinda bulundu.
3000 fazla atif aldi
Bircok calismaya ilham oldu

iIk olarak bilgisayarla gorme alaninda ortaya cikti
Uretilen ilk drnekler diisiik cézuntirliklu yizler, hayvanlar ve
objelerdi.
Sonradan konusma ve dogal dil isleme alanlarinda kullanilmaya
baslandi

Lecun tarafindan “Son 10 yilin en siradisi fikri” olarak tanimlandi
Dagilimlari taklit edebilme 6zelligi
Beyin gibi gozetimsiz olarak calismasi
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GIRIS

Kapsamli ek aciklamalar olmaksizin belirli bir dagitimdan ornekler tretir
Belirli bir dagilimi modelleyen denetimsiz 6grenim ile calisan Gretken bir
model
Sifir-toplam oyunda birbiriyle yarisan bir ¢ift sinir agi
Ayirt edilemez ornekler Gretmeye calisan bir Gretken ag
Gercek ve uretilen ornekler arasinda ayrim yapmaya calisan bir
ayrimci ag
Konveks durumdaki Nash dengesine yakinlasir
Uretilen drneklerin verilen érnekler kadar "gercek" oldugu ideal bir
nokta
Gergek diinya problemlerinin cogu konveks degildir
Egitim kirilgandir ve ideal yakinsama zordur



GIRIS(DEVAMI)

GAN'lar ayrimci olmaktan ziyade tretken modellerdir

X ozellikler y ise etiketler olsun

Ayirici bir model kosullu olasiligi 6grenmek icin calisir. p (y | x)
Ornek, “gdrintu pikselleri” (6zellikler) verilen “bir at resmi olma
olasiligl” (etiket) olasiligi

Bir generatif model bilesik olasiligi 6grenmeye calisir. p (x, y)
Bu fotografin elma(y) oldugunu varsayarsak, bu parametreler(x)
ne kadar olasidir?
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BASITCE GAN’LARIN EGITIMI

Uretken Ag (G) tamamen veya kismen rastgele giris alir

G bir ornek olusturur (6rn., resim)

Uretilen 8rnek ve gercek drneklerle birlikte ayirici (D) beslenir.

D, hem gercek hem de olusturulan 6rnekler icin orijinalligi tahmin eden
olasiliklari donduarar

Ayirici, etiketler vasitasiyla bir geri bildirim dongusinde calisir

Uretici ise ayirici ile bir geri bildirim déngisiinde calisir
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EGITIMIN BASIT BIR DIYAGRAM|

—) - - - T ' - Predicted Labels
D-dimensional AYlI'lCl Ag Tahmin edilmig

‘D-Boyutlu etiketler
Giiriiltii I

Vektori

o i

(courtesy of O'Reilly media)




KALPAZAN - POLIS ANALOJISI

Basit bir analoji ile,

Uretici(kalpazan) sahte para basar
Ayirici(polis) sahte parayi saptamaya calisir
Ikisi de daha iyi olabilmek icin kendilerini gelistirir

Egitim
Rastgele Seti
Gurulta

Random
noise

— —

Uretici

7

L NN Ayirica

/ - — { Sahte

“Sahte

/ Resim
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EGITIME TEKNIK YAKLASIM

Uretici (G) ve Ayirici (D) tirevlenebilir fonksiyonlardir
G ve D parametreleri gradient descent yontemi ile 6grenilir
G bir glralta girdisi olan z vektorana alir, x'e benzer bir 6rnek olan
G(z)'yi dondurar
D, x ve G (z) degerini girdi olarak alir ve D(x) ve D(G(z)) icin tahmin yapar
D and G icin parametreler 8(D) ve 6(G) olsun
Ayirict J(D)(@(D), 8(G)) fonksiyonunu minimize etmeye calisir
Ama 0(G) lizerinde bir kontrollG yoktur
Uretici J(G)(8(G),0(G)) fonksiyonunu minimize etmeye calisir
Ama 0(D) Gzerinde bir kontroli yoktur
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EGITIME TEKNIK YAKLASIM

ideal egitim siireci, Nash dengesinde sonuclanir
J(D)(O(D), 8(G)) fonksiyonu @(D)’ye gbre minimum
J(G)(@(D), 6(G)) fonksiyonu 8(G)’e gbre minimum
JO) = %Ewmpdm log D(x) — %Ez log (1 — D (G(2)))
J(G) — _ j(D)

J (D)'nin ilk teriminde D, verilen 6rnek (x) gercek oldugunda 1'in log
olasiligini maksimize etmeye calisir

J (D)'nin ikinci teriminde D, verilen 6rnek (G(z)) tretilmis oldugunda 0'in
log olasiligini maksimize etmeye calisir

G, verilen 6rnek G(z) oldugunda D'nin tahmininden 1'in log olasiligini en
ust dizeye cikarmaya calisir
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URETILEN BAZI ORNEKLER (2014)

Toronto Face Database kullanarak
olusturulmus yuzler
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URETILEN BAzZi ORNEKLER (2018)

CelebA-HQ veri kimesini kullanarak olusturulmus yuzler
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BAZi OLASI ARITMETIK ISLEMLER

I_'_l

GOzlukli Gozliksiiz Gozluksiz

Gozlukli kadin

erkek erkek kadin .
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UYGULAMA ALANI

Goruntu sentezi

Anlamsal gorintu dizenleme
Style transfer

Image super-resolution
Yazidan resim Uretimi

Bir sonraki video karesi tahmini
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DNN TABANLI TTS SISTEMLERINDE KONUSMACIYA UYARLAMA

A study of speaker adaptation for DNN-based speech synthesis (Wu et
al, 2015)

An Investigation of DNN-Based Speech Synthesis Using Speaker Codes
(Hojo et al, 2016)

Adapting and controlling DNN-based speech synthesis using input codes
(Luong et al, 2017)

Neural Voice Cloning with a Few Samples (Arik et al, 2018)

Transfer Learning from Speaker Verification to Multispeaker Text-To-
Speech Synthesis (Jia et al, 2018)
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A STUDY OF SPEAKER ADAPTATION FOR DNN-BASED SPEECH SYNTHESIS

3 farkh seviyede uyarlama
Girdi katmaninda konusmaciya 6zel vektor

e Konusmacinin ses 6zelliklerini temsil eden dlstk boyutlu bir
vektor

Ag icerisinde Learning Hidden Unit Contributions(LHUC)

e Sakli Unitelerin giktilarini kisiye gore 6lgcekleyen bir sistem
Cikt1 seviyesinde bir lineer dontsim

* Joint Density Gaussian Mixture Modeli (JD-GMM)

bl g ‘Vocoder
. L ‘parameters

| Feature;napping_]

:"""j}"r""ivﬂ{:nder
- sparameters
U

T

i-vactor J’ Linguistic features

Gender code
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AN INVESTIGATION OF DNN-BASED SPEECH SYNTHESIS USING SPEAKER

CODES

Konusmaci vektori olarak one-hot vektorler

One-hot daha 6nce gorilmemis konusmacilar icin ise yaramiyor (bu
haliyle sadece cok konusmacili sistemler icin)

Konusmaci vektori birden fazla katmana girdi olarak verilebiliyor
Uyarlama icin konusmaci vektorleri donduruluyor sadece B agirliklari

glncelleniyor
Output

Output Output
E ] i

B B

| | [ | | | | |
Input Speaker Code (S) Input  Speaker Code (5) Input
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ADAPTING AND CONTROLLING DNN-BASED SPEECH SYNTHESIS USING
INPUT CODES

Uyarlamada konusmaciya 6zel vektorlere ek olarak cinsiyet ve yas
bilgisi de veriliyor

Konusmaci, cinsiyet ve yas vektorleriyle konusmacidan bagimsiz bir
model olusturuluyor

Yeni konusmacilar icin bu vektorler backpropagation ile elde ediliyor
Uyarlanmis sentezler bu elde edilen vektorler ile yapiliyor
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NEURAL VOICE CLONING WITH A FEW SAMPLES

Konusmaci embeddingleri kullanilarak konusmacidan bagimsiz bir

model olusturuluyor
Uyarlama sirasinda model agirliklari yerine bu embeddingler 6greniliyor

Ayrica konusmaci encode eden bir DNN egitip bu DNN’in ¢iktisini
konusmaci vektoru olarak kullanarak uyarlama sunuluyor
Sistem cok az sayida 6rnek ile calisabiliyor



TRANSFER LEARNING FROM SPEAKER VERIFICATION TO MULTISPEAKER

TEXT-TO-SPEECH SYNTHESIS

Sistem 3 Sinir agindan olusuyor
Konusmaci encode eden ag, 6nceden konusmaci dogrulama isi icin

egitilmis(yesil)
Tacotron 2’den uyarlanan bir diziden-diziye ag modeli(mavi)
Oto-regresif Wavenet-tabanli bir vocoder agi(kirmizi)

3 ag da birbirinden bagimsiz bir sekilde egitiliyor

Konusmaci encode eden ag tim sistemin darbogazi olabilir ve egitimi

blyuk bir veritabani gerektiriyor

ri?eiiec;——‘- Speaker speaker
waveform Encoder embedding
log-mel
- — Symhcmzcr ! N e S spootrogram
" phoneme —| Encoder |~ concat |+ Attention [~ Decoder B .

sequence
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DNN TABANLI ONERILEN UYARLAMA YONTEMLERI

Konusmacidan bagimsiz model Gzerinde transfer 6grenmesi
Hedef konusmacinin vektortnin kullanilmasi(baseline)
Hedef konusmaciya en yakin konusmacinin vektorunun kullaniimasi
Kiime bilgisinin konusmaci vektéru olarak kullaniimasi
DNN modeline ait bazi agirliklarin tekrar egitilmesi



DNN TABANLI ONERILEN UYARLAMA YONTEMLERI

Hedef konusmaciya en yakin konusmacinin vektoriiniin kullanilmasi
Konusmacidan bagimsiz modelin egitimi sirasinda kullanilan
konusmacilar arasinda hedef kullaniciya en yakin olan bulunur
Uyarlama bu en yakin komsunun vektoéru ile yapilir

Kime bilgisinin konusmaci vektoru olarak kullaniimasi
Eldeki tim konusmacilar k tane gruba kiimelenir
Konusmacidan bagimsiz bir model sadece kiime bilgisiyle egitilir
Hedef konusmaci icin en uygun grup secilir
Uyarlama islemi bu grup bilgisiyle yapilir
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DNN TABANLI ONERILEN UYARLAMA YONTEMLERI

DNN modeline ait bazi agirliklarin tekrar egitilmesi
Onceden belirlenen bazi agirliklari hedef konusmacinin ses verisine
gore glincelle
Bitun agirhiklar degil sadece bir alt kiimesi glincelleniyor(overfit'ten
kacinmak icin)
Genel olarak cikti Gzerindeki etkisi daha yliksek(gradyani ylksek)
agirhklar secilir(tst katmanlara ait agirhiklar)



DNN TABANLI ONERILEN UYARLAMA YONTEMLERI

Agirliklar tekrar egitilmeden elde edilen hata degerleri

DNN modelin agirliklari degismeden

Sadece konusmaci vektorlerin degisimi ,
3 &3 SI-NN | SI-tar | Cluster
var
.46 5.53 .22
Bazi agirliklar giincellendiginde
Sutt | 15utt | 30utt
NN i-vector 5.06 | 4.93 | 4.87
Target i-vector | 5.26 | 5.17 | 5.09
Cluster ID 5.24 | 5.16 | 5.12
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FUTURE

GAN'larin egitilmesi hala zor, yakinsama sorunu henuz ¢6ztlmedi
Olusturulan ornekler cogunlukla insan algisinda gorulebilen kusurlara
sahip

GAN'lar sahte ornekler Uretirken daha iyi hale geldikce, dogal olarak
guvenlik sorunu ortaya cikiyor

GAN'lar, ciktilari ayirt edilebilir oldugunda daha iyi calisirlar, bu da dogal
dil isleme gibi alanlarda kullanilmasini zorlastirir
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