Bitcoin Fiyat Tahmini icin
ARIMA Zaman Serisi Modeli ve LSTM Derin Ogrenme Modelinin
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-~ Bu calismada, ARIMA Zaman Serisi Modeli ve LSTM Derin Ogrenme Mimarisi, Bitcoin'in gelecekteki fiyatini
OZ ET tahmin etmek icin karsilastiriimistir. Zaman serilerinin tahmininde yaygin olarak kullanilan ARIMA modeli R
programlama dilinde ve LSTM modeli de Python'daki Keras framework kullanilarak olusturulmustur. ARIMA
ve LSTM derin ogrenme modelleri kullanilarak Bitcoin'in gelecekteki 30 gunun fiyatlari tahmin edilmistir.
Sonuclar yaklasik olarak ARIMA icin MAPE %11.86 ve LSTM icin MAPE% 1.40 olarak elde edilmistir. Sonuclar
karsilastirildiginda LSTM Modelinin daha basarili oldugu gozlenmistir.

“Tahmin zordur, 6zellikle gelecege aitse...” Nils Bohr

ARIMA LSTM

Otoregresif Butunlesik Hareketli Ortalama Uzun - Kisa Sureli Hafiza (Long Short
Modeli (ARIMA) modeli, veri noktalarinin Bitcoin, 2008 yilinda Satoshi Term Memory - LSTM) uzun sureli
sonlu farklari alinarak duragan olmayan Nakamoto isimli gizemli bir 6grenme kapasitesine sahip bir
bir zaman dizisi duragan hale getirilir ve gelistirici tarafindan matematiksel Tekrarlamal Sinir A1 mimarisidir.
ARIMA(p.d,q) seklinde ifade edilir kanit ve kriptografik yonteme Hochreiter ve Schmidhuber (1997)
dayanan bir elektronik odeme tarafindan ortaya atilmistir.
¢p(B) (1-B)dyt=9q(B) w, S|Stem| Olarak
onerilmistir. Onerilen odeme ® ® @  SooW, W, kb
¢ (B) (1-B)'y, 6 (B) w, sistemi herhangl bir I ~ f i =0 (Wi X+ W, hy +b)
: : p— C,=tanh(W, . x,+ W,  h_, +bc)
l l l Umerke2| otoriteden N [ A mf;m : [ A I o ®C i ®C
bagimsiz olarak calisabilir. | 7 0,20 (W, 3+ W,y +bo
AR I MA & ) &) h, = 0, Q tanh(C,)
{ Istatistiksel J { Derin Ogrenme J
{ Veri Seti J
{ ARIMA J { LSTM ]
ARIMA Tahmin Modeli Adimlarn | [ LSTM Tahmin Modeli Adimlar1 )
/ Adim 0. Veri seti ve gerekli | [ Adim 0. Zaman serisi veri seti yliklenir. |
kiitiphaneler ytiklenir. Adim 1. Derin 6grenme algoritmasi icin
Adim 1. Zaman serisi verisi olusturulur. ag modeli olusturulur.
Zaman serisi grafigi cizilir. | Adim 2. Veri seti 30 glinliik zaman
Adim 2. Duraganlik kontrol edilir. _ serisi seklinde diizenlenir.
Adim 3. Mevsimsellik kontrol edilir. Y Adim 3. Veri setinin %20 si test i¢in,
Adim 4. ARIMA modeli elde edilir. A geri kalani egitim verisi icin ayrilir.
Adim 5. Tahmin modeli olusturulur. ' Adim 4. Egitim verileri kullanilarak
Adim 6. Egitim verileri olusturulur ve Tahmin model egitilir.
veriler test edilir. Modeli Adim 5. Egitilen model {izerinde test
Adim 7. Test verilerinin dogrulugu icin verileri tahmin edilir.
performans ol¢limii yapilir. Adim 6. Test sonucu hata oranlari
ekrana yazdirilir.
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> library (forecast)
> library (ggplot2)
s > library(tseries) - [lk LSTM katmani,
> 1ibrary (readr) g1r1$ katmanlari ile ‘ Lstm_1_input: InputLayer ] 4‘ activation_3: Activation J
> btc_usd gunluk <- read csv("btc_usd gunluk.csv") tam olarak baglanan
> BTC <- ts(btc_usd gunluk, frequency=365) . Ke ras 64 norona sahiptir. 64 MLP néronu
> kpSS _test (BTC) t Lstm 1: LSTM ’ [ dense 1: Dense ] O—=n vardir
> autoplot (BTC) '
> Test Mevsimsellik <- tbats (BTC) ( — — — —
> Mevsimsellik <- 'is.null (Test_Mevsimsellik$seasonal) activation_1: Activation ] [ activation_4: Activation J
> Mevsimsellik
> Model<-auto.arima (Apple ’ seasonal=FALSE ’ LSTM(6L) 123 norona Sahlp O Lstm_2: LSTM [ dense_2: Dense | O—mn 64 MLP noronu
ARIMA(4, z 9 1) stepwise=FALSE, approximation=FALSE, trace=TRUE) LSTM katmanidir. ’ ) ’ vardir.
> Model § § .
> autoplot (Model) | activation_2: Activation | dense 3: Dense , Tiim veri seti 0-1
> Tahmin 30gun <- forecast (Model, h=30) arasinda
> autoplot (Tahmin 30gun) Optimizasyon algoritmasi 128 norona sahip . ) olceklendirildigi
- — Lstm 3: LSTM
> Egitimverisi <- data.frame (Tahmin_ 30gun) olaralf ADAM .kullar'l_llmlgtlr. LSTM katmandir. icin cikis
> Egitimverisi <- Egitimverisi$Point.Forecast Algorltme; ulz(erlr(;d(;zo logr fnrr}ﬁ katmaninin degeri
> Testverisi <- c(6158.76, 6115.15, 6411.84, 6694.38, 7069.03, 7199.62, Za?ﬁigt?raggremﬁe csnasinda de tersine
7369.08, 7400.39, 7025.14, 7167.19, 7447.27, 7154.71, 6622.42, 6368.32, geri besleme islemi (epoch) cevrilmelidir.
5852.81, 6527.20, 6714.17, 7280.20, 7814.49, 7738.42, 7833.45, 8012.64, 1000 kez tekrarlanmistir.
8225.41, 8132.54, 8260.71, 8054.45, 8239.31, 8706.60, 9207.99, 9713.31)
> accuracy (Egitimverisi, Testverisi)
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